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Podstawowe osiggniecie

Jako podstawowe osiagniecie naukowe przedstawiam cykl dziesigciu publikacji
monotematycznych pt.: “Badanie i optymalizacja regul decyzyj-
nych i asocjacyjnych”, na ktére skladaja sig: monografia [41] (pozycja 1),
ktérej jestem wspoélautorem, cztery wysokopunktowane artykuly [9,10, 38,39
z listy JCR (pozycje 2, 5, 6, 7), jeden artykul z czasopisma Transactions on
Rough Sets [70] {pozycja 3) oraz cztery publikacje z materialéw konferencyj-
nych [65,67,4, 5] (pozycje 4, 8, 9, 10). Publikacje wchodzace w skiad podstawo-
wego osiagniecia naukowego zostaly podane w porzadku tematycznym.

1.

o

10.

Moshkov, M., Zielosko, B.: Combinatorial Machine Learning: A Rough Set
Approach. Studies in Computational Intelligence, vol. 360. Springer, Heidel-
berg (2011) [40%]

. Amin, T., Chikalov, 1., Moshkov, M., Zielosko, B.: Dynamic programming

approach to optimization of approximate decision rules. Inf. Sci. 221, 403-418
(2013) {35%)

. Zielosko, B.: Sequential optimization of «y-decision rules relative to length,

coverage and number of misclassifications. Transactions on Rough Sets 19,
LNCS, vol. 8988, 65-82, Springer (2015)

Zielosko, B.: Optimization of approximate decision rules relative to coverage.
In: Proc. 10th International Conference Beyond Databases, Architectures,
and Structures (Ustrofi, Poland), CCIS, vol. 424, 170-179, Springer (2014)
(Best paper award)

Amin, T., Chikalov, 1., Moshkov, M., Zielosko, B.: Relationships between
length and coverage of decision rules. Fundam. Inform. 129, 1-13 (2014) [30%)]
Moshkov, M., Piliszczuk, M., Zielosko, B.: Greedy algorithm for construction
of partial association rules. Fundam. Inform. 92, 259-277 (2009) [55%)]
Moshkov, M., Piliszczuk, M., Zielosko, B.: Greedy algorithms with weights
for construction of partial association rules. Fundam. Inform. 94, 101-120
(2009) [52%]

. Zielosko, B.: Global optimization of exact association rules relative to co-

verage. In: Proc. 6th International Conference on Pattern Recognition and
Machine Intelligence, Warsaw, Poland (2015), LNCS, vol. 9124, 428-437,
Springer (2015)

. Alsolami, F., Amin, T., Chikalov, 1., Moshkov, M., Zielosko, B.: Dynamic

programming approach for construction of association rule systems. In: Proc.
24th Concurrency, Specification, and Programming Workshop (Rzeszéw, Po-
land), 12-21, CEUR-WS.org (2015) [25%)]

Alsolami, F., Amin, T., Moshkov, M., Zielosko, B.: Comparison of heuristics
for optimization of association rules. In: Proc. 24th Concurrency, Specifica-
tion, and Programming Workshop (Rzeszéw, Poland), 4-11, CEUR-WS.org
(2015) [35%]

Przedstawione wyniki badaf, wchodzace w sktad podstawowego osiagniecia, sta-
nowia przyczynek do rozwoju teorii zbioréw przyblizonych oraz jej zastosowafl.



4.1 Wprowadzenie

Przedstawiony autoreferat pracy habilitacyjnej dotyczy badania i optymalizacji
regut decyzyjnych i asocjacyjnych, w kontekscie teorii zbioréw przyblizonych.
Reguly decyzyjne jak i reguly asocjacyjne sa jedna z technik odkrywania wiedzy
z danych. Sy one stosowane do konstrukeji klasyfikatoréw oraz w celu repre-
zentacji 1 analizy wiedzy zawarte] w zbiorach danych [47,52,57,59]. Moje za-
interesowania dotycza m.in. zastosowania regul jako sposobu reprezentacji wie-
dzy. Zatem, istotne jest aby konstruowaé krétkie reguly o stosunkowo dobrej
jakosdci, ktére pokrywaja wiele obiektéw. Niestety, zaréwno problem minimali-
zacji dlugodci regul, jak i problem maksymalizacji pokrycia, sa problemami NP-
trudnymi [16, 36]. W zwiazku z tym, tematyka prac, ktérych jestem autorem lub
wspbélautorem, dotyczy badania algorytméw aproksymacyjnych o stosunkowo
niskiej ztozonosci czasowej dla optymalizacji regul. Poza efektywnymi, ale przy-
blizonymi algorytmami, badane sa takze algorytmy dokladne dla optymalizacji
regul - dla potrzeb naukowych.

Istnieje wiele podejé¢ dla konstruowania regul decyzyjnych: podejscie “brute-
force” stosowane dla tablic ze stosunkowo niewielka liczba atrybutéw, podejscie
Boolean reasoning [42], podejscie dziel i zwyciezaj (algorytmy wykorzystujace
procedure sekwencyjnego pokrywania) [15,22], algorytmy oparte na konstru-
owaniau drzew decyzyjnych [49], rézne rodzaje algorytméw zachlannych [36].

Istnieje takie wiele podej$é dla konstruowania regul asocjacyjnych. Jednym
z najbardziej popularnych jest algorytm Apriori wykorzystujacy tzw. zbiory cze-
ste [1]. W ciagu lat zostalo opracowanych wiele algorytméw opartych np. na
partycjonowaniu danych [50], redukeji zbioru transakeji [2], algorytmy wykorzy-
stujace pionowy format danych [17] i inne [25, 43, 60].

Algorytmy autorskie (narzedzia do prowadzonych badan)

Ponizej zostaly krétko przedstawione algorytmy rozumiane jako narzedzia, ktére
powstaly w ramach pracy habilitacyjne] i ktére stuza do badania i optymalizacji
regul decyzyjnych i asocjacyjnych.

Podréd algorytméw aproksymacyjnych dla optymalizacji regut badane byly
algorytmy zachlanne. W przypadku regul decyzyjnych, algorytmy zachlanne by-
ly badane w mojej pracy doktorskiej (inonografia [36]) oraz artykulach [33-35,
37,46,63,73]. W autoreferacie przedstawione zostaly wyniki dotyczace algoryt-
méw zachlannych tylko dla regul asocjacyjnych. Wyniki te dotycza dokladno-
$ci algorytméw zachlannych z wagami oraz bez wag dla konstruowania regul,
dolnych granic minimalnej zlozonoéci regul na podstawie danych uzyskanych
podczas pracy algorytmu zachlannego, analizy tzw. 0.5-hipotezy przedstawia-
jacej dobre zachowanie algorytméw zachlannych dla wiekszosel tablic decyzyj-
nych, itp.

Posrdd algorytméw doktadnych dla optymalizacji regul decyzyjnych i asocja-
cyjnych badane bylo podejscie oparte na dynamicznym programowaniu i utwo-
rzone zostaly jego rozszerzenia, ktére pozwalaja opisac zbiér optymalnych regul,
wykonaé wielostopniows optymalizacje wzgledem réznych kryteriéw oraz badaé



zalezno$é pomiedzy dlugoscia a pokryciem regul, itp. W przypadku regut aso-
cjacyjnych, zaproponowane algorytmy pozwalaja pracowaé zardwno ze spdjnymi
jak i niespéjnymi danymi. Teoria zbioréw przyblizonych zapewnia narzedzia do
pracy z niespéjnymi tablicami decyzyjnymi [48].

Zastosowania

Ponizej, zostalo krétko opisanych pieé¢ zastosowann dla zaproponowanych algo-
rytméw (narzedzi).

1. Sekwencyjna optymalizacja regul wzgledem wybranej kombinacji funkceji kosz-
tu: dhugoéé, pokrycie i liczba blednych zaklasyfikowan, pozwala uzyskaé okre-
$lona liczbe stosownych regul tylko dla wybranych wierszy (obiektéw). W ten
sposdb, mozna uniknaé konstruowania ogromnej liczby stosownych regul, jak
z wykorzystaniem algorytmu Apriori [1].

. Sekwencyjna optymalizacja regut pozwala konstruowaé dla danego wiersza
reguly calkowicie optymalne wzgledem wybranej kombinacji funkeji kosztu
np. optymalne réwnoczeénie wzgledem pokrycia, dlugosci i liczby blednych
zaklagyfikowan, je$li takie reguly istnieja. Wyniki eksperymentalne pokazu-
ja, ze dla wielu zbioréw danych, calkowicie optymalne reguly istnieja dla
wszystkich lub dla wigkszodci obiektéw (wierszy) i maja dobre pokrycie,
mala liczbe blednych zaklasyfikowail i sy krdtkie. Reguly te moga zostac
wykorzystane zaréwno jako sposdb reprezentacji wiedzy jak i do konstrukceji
klasyfikatoréw (zobacz kolejue zastosowanie).

3. Poréwnanie dokladnodci klasyfikatordw regulowych opartych na jednokryte-
rialnej i dwukryterialnej optymalizacji regul pokazuje, ze klasyfikatory opar-
te na regulach zoptymalizowanych najpierw wzgledem pokrycia, a nastepnie
wzgledem dlugosci lub najpierw wzgledem dlugoéci, a nastepnie wzgledem
pokrycia, daja czesto lepsze wyniki, niz klasyfikatory oparte na regulach
zoptymalizowanych tylko wzgledem dlugoéci lub tylko wzgledem pokrycia.

4. Poréwnanie pigciu heurystyk zachtannych dla konstruowania regut asocjacyij-
nych, pod katem dlugosdci i pokrycia konstruowanych regul. Wygenerowane
reguly zostaly takze poréwnane z regulami optymalnymi, skonstruowanymi
za pomoca algorytméw dynamicznego programowania. Srednia relatywna
réznica odnoénie dlugosci skonstruowanych regul z wykorzystaniem najlep-
szej heurystyki 1 minimalnej diugodci regul wynosi najwyzej 4%. Taka sama
sytuacja wystepuje w przypadku pokrycia regul. W zwiazku z tym, jako wy-
nik, zostaly wybrane dwie rézne heurystyki dla minimalizacji dhugoéci regul
oraz dla maksymalizacji pokrycia regul.

5. Opracowanie algorytmu, ktéry konstruuje, dla danego zbioru danych, system
regul asocjacyjnych o stosunkowo dobrej jakosci, ktére pokrywaja wicksza
czgéé obiektéw (wierszy). Dla wigkszosci analizowanych zbioréw danych, licz-
noéé konstruowanego zbioru regul jest rozsadna. Opracowany algorytm sy-
muluje algorytm zachlanny dla problemu pokrycia zbioru tzn., w kazdej ite-
racji wybiera regule, ktéra pokrywa maksymalna liczbe niepokrytych weze-
éniej wierszy (obiektdw). Fakt ten pozwala uzyskaé nietrywialne dolne grani-
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ce minimalnej liczebnosci systemdw regul, na podstawie danych uzyskanych
podczas pracy algorytmu.

Wyniki teoretyczne

Autoreferat rozprawy habilitacyjnej zawiera wiele wynikéw teoretycznych. Wiele
z nich dotyczy zloZzonosci rozwazanych probleméw oraz poprawnoéci i zlozono-
$ci zaproponowanych algorytméw. Przedstawiono wyniki opisujace sytuacje dla
prawie wszystkich tablic decyzyjnych oraz wyniki opisujace tzw. 0.5-hipoteze dla
algorytméw zachlannych.

Znaczna cze$é wynikéw teoretycznych dotyczy pordéwnania drzew decyzyij-
nych, systemdéw regul decyzyjnych oraz testéw (super reduktéw): badanie powia-
zah pomiedzy systemami regul, drzewami i testami; poréwnanie gérnych i dol-
nych granic zlozonosci drzew, systeméw regul i testéw dla tablic decyzyjnych;
badanie zlozonosci czasowej algorytméw zachlannych i dynamicznego progra-
mowania dla konstruowania regul. Przedstawiono takze poréwnanie zlozonosci
czasowej drzew i systeméw regul dla skoficzonych i nieskoficzonych systeméw
informacyjnych oraz poréwnanie drzew i systemdw regul jako algorytméw dla
problemdéw optymalizacji kombinatorycznej.

Struktura pracy

Wyniki badaf zostaly przedstawione w trzech rozdzialach.

W rozdziale 5 zostaly opisane wyniki badan zawarte w ksiazce [41]. Doty-
czg one, w szczegblnosel, poréwnania drzew decyzyjnych, regul i testéw (super-
reduktéw). Byl to punkt poczatkowy dla réznych kierunkéw badan, m.in. bada-
nia podejécia opartego na dynamicznym programowaniu dla regul oraz badania
regul decyzyinych i testdéw dla tablic decyzyjnych z wielowartodciowa decyzja
(wiersze tablicy maja przypisany zbiér wartosci atrybutu decyzyjnego).

W rozdziale 6 zostaly opisane wyniki badafl, na podstawie artykuléw [9,
10,65, 70]. Rozdzial ten dotyczy rozszerzen podejécia opartego na dynamicz-
nym programowaniu dla analizy i optymalizacji regul decyzyjnych. Wymienione
wczedniej trzy pierwsze zastosowania zostaly opisane w tym rozdziale.

W rozdziale 7 zostalo opisane podejécie zachlanne oraz podejécie oparte na
dynamicznym programowaniu dla optymalizacji regul asocjacyjnych. Rozdziat
ten zawiera wyniki badan na podstawie artykuléw [4,5, 38,39, 67]. Wymienione
wczesniej dwa ostatnie zastosowania zostaly opisane w tym rozdziale.

5 Pordéwnanie regul decyzyjnych, drzew i testéw

W rozdziale tym zostana przedstawione wyniki badan opublikowane w ksigg-
ce [41] napisanej przez M. Moshkova i B. Zielosko. Ksiazka ta moze by¢ trakto-
wana jak mieszanka monografii naukowej oraz skryptu zawierajacego notatki do
wykladdéw. Autorzy prébowali usystematyzowadé narzedzia do pracy z dokladny-
mi i przyblizonymi drzewami decyzyjnymi, regutamii testami, zaréwno dla tablic



decyzyjnych z jednowartosciows decyzja (wiersze tablicy majg przypisana jedng
wartoéé atrybutu decyzyjnego), jak i dla tablic decyzyjnych z wielowarto$ciows
decyzja (wiersze tablicy maja przypisany zbiér wartosci atrybutu decyzyjnego).
W celu wypelnienia réznych luk, ktore pojawily sie w trakcie prac dotyczacych
uszeregowania wynikéw badan, autorzy dodali wiele nieopublikowanych wcze-
$niej wynikéw.

Pierwsze wyklady zwiazane z tematyka zawarta w ksiazce byly prowadzone
w Rosji w 1984 roku przez prof. M. Moshkova. Tematyka wykladu dotyczyla
zagadnien zwigzanych z drzewami decyzyjnymi i testami dla tablic decyzyjnych
z jednowartodciows decyzja. W 2005 roku w Polsce, zagadnienia zwiazane z przy-
blizonymi drzewami i super-reduktami oraz tablicami decyzyjnymi z wielowarto-
$ciowa decyzja zostaly dodane do nowej wersji tego wyktadu. Po opublikowaniu
wielu artykuléw dotyczacych czeSciowych pokryé, reduktdéw, regut decyzyjnych
i asocjacyjnych [33-35,37-39,46,63,64,73,74] wraz z monografia [36], autorzy
zdecydowali sie dodaé tematyke regul decyzyjnych do prowadzonego wykladu.

Ksiazka ta stanowi istotne rozszerzenie przedmiotu Combinatorial Machine
Learning prowadzonego w King Abdullah University of Science and Technology
(KAUST) w Arabiil Saudyjskiej, ktéry zostal wspélnie przygotowany i prowa-
dzony przez dwa lata przez M. Moshkova i B. Zielosko. Ksiazka “Combinatorial
Machine Learning. A Rough Set Approach” staje sie coraz bardziej popularna
w ciagu ostatnich lat, co potwierdzaja raporty publikowane przez wydawnictwo
Springer. Liczba Sciagnietych rozdziatéw wynosila 389 w 2011 roku, 691 w 2012
roku, 1874 w 2013 roku i 2611 w 2014 roku.

Jednym z gléwnych celéw tej ksiazki jest pordéwnanie zlozonosci czasowej
drzew decyzyjnych, super-reduktéw oraz systemdw regul decyzyjnych. W zwiaz-
ku z tym, w rozdziale zostana przedstawione nie tylko wyniki badan dotyczace
regul ale takze pewne wyniki dotyczace drzew i testéw. Zawarte w ksiazce wyni-
ki dotyczace regul decyzyjnych i systeméw regut decyzyjnych zostaly uzyskane
przez B. Zielosko.

Struktura tego rozdzialu jest bardzo podobna do struktury ksiazki. Pigé
pierwszych rozdzialéw dotyczy badania powiazah pomiedzy drzewami decyzyj-
nymi, regutami i reduktami, analizy granic ich zlozonosci oraz opracowania al-
gorytméw dla konstruowania regut. Trzy ostatnie rozdzialy dotycza zastosowan
stworzonych algorytméw (narzedzi) dla nadzorowanego uczenia maszynowego,
poréwnania zlozonoséci czasowej drzew decyzyjnych i systeméw regut dla skon-
czonych i nieskoficzonych systeméw informacyjnych oraz probleméw optymali-
zacji kombinatorycznej.

5.1 Powiazania pomiedzy regulami decyzyjnymi, drzewami
i testami

W rozdziale zostana przedstawione wyniki badaf dla tablic decyzyjnych z jedno-
wartoSciows decyzja. Dla uproszczenia, rozwazane sa gléwnie tablice decyzyjne
zawierajace tylko binarne atrybuty warunkowe. Zostang przedstawione defini-
cje pojeé tablicy decyzyjnej, drzewa, reguly, systemu regul oraz testu (super-
reduktu) i reduktu, oraz powigzania pomiedzy drzewami, regulami i testami.

~1



Tablice decyzyjne, drzewa, reguly i testy

Tablica decyzyjna jest tabela ktdrej elementy naleza do zbioru {0, 1}. Kolumny
tabeli sa oznaczone przez atrybuty fi,..., fn. Wiersze tabeli sa parami réz-
ne i kazdy wiersz ma przypisang liczbeg naturalna (decyzje) interpretowang ja-
ko wartos$é atrybutu decyzyjnego. Jest to tabela z jednowartosciowa decyzja.
Formalnie, tablice decyzyjna mozna zdefiniowaé jake T = (U, A U {d}), gdzie
U ={r1,...,7m} jest niepustym, skoficzonym zbiorem obiektéw (wierszy), A =
{f1,..., fn} jest niepustym, skoficzonym zbiorem atrybutdw, f : U — Vj jest
funkcja dla dowolnego f € A, Vy jest zbiorem wartodci atrybutu f. Elemen-
ty zbioru A sy nazywane atrybutami warunkowymi, d ¢ A jest wyrdznionym
atrybutem, nazywanym atrybutem decyzyjnym.

Drzewo decyzyjne nad T to skoiiczone drzewo posiadajace korzeft. W drzewie
tym kazdy wezel koficowy (1i§¢) jest oznaczony przez decyzje (liczbe naturalna),
kazdy niekoficowy wezel (nazywany pracujgeym) jest oznaczony przez atrybut
ze zbioru {f1, ..., fa}. Z kazdego niekoficowego wezla wychodza dwie krawedzie
oznaczone odpowiednio przez wartoséci 0 lub 1.

Niech I' bedzie drzewem decyzyjnym nad T'. Dla danego wiersza r tabeli T'
drzewo zaczyna prace od korzenia. Jedli rozwazany wezel drzewa jest wezlem
koficowym, wowczas wynikiem pracy drzewa I jest liczba przypisana do tego
wezta. Niech rozwazany wezel bedzie niekoficowy, oznaczony przez atrybut f;.
Jedli warto$é atrybutu f; w rozwazanym wierszu jest 0, woéwczas nalezy przejéé
wzdluz krawedzi oznaczonej przez 0. W przeciwnym przypadku, nalezy przejéé
wzdhuz krawedzi oznaczonej przez 1, itd.

Powiemy, ze I' jest drzewem decyzyjnym dla T jesli, dla dowolnego wiersza
z T, drzewo I" konczy prace w wezle koncowym, ktéry jest oznaczony przez
decyzje przypisana do rozwazanego wiersza.

Przez h(I") jest oznaczana gleboko$é I'. Jest to maksymalna diugosé Sciezki
od korzenia do wezla koficowego. Przez h(T) jest oznaczana minimalna glebo-
kosé drzewa decyzyjnego dla tabeli T. Drzewa decyzyjne sg traktowane jako
algorytmy pracujace w sposéb sekwencyjny.

Regula decyzyjna nad T to wyrazenie postaci f;, = bi A A fi, = by —
gdzie fiy,..., fi, € {f1,- s fa}, b1,-..,bm € {0,1} i ¢ € IN. Liczba m ozna~
cza dlugosé reguly. Powiemy, ze regula ta jest zrealizowana dla wiersza r =
(01,..-,0n) jesSli &, = b1,...,6i, = bm. Regula jest prawdziwa dla T jedli dla
dowolnego wiersza r z T, dla ktérego regula jest zrealizowana, wiersz r ma przy-
pisana decyzje t. Rozwazana regula jest requlg dla T i, jesli jest prawdziwa dla
T i zrealizowana dla r. Przez L(T,r) jest oznaczana minimalna dlugosé reguty
dla T i r. Regula decyzyjna dla T i r jest nieskracalna, jesli dowolna regula uzy-
skana przez usuniecie pary “atrybut=warto$¢” z lewej strony rozwazanej reguly,
nie jest regula dla T'i r.

System regut decyzyjnych S nad T jest niepustym, skoficzonym zbiorem regut
nad T. System S jest nazywany kompletnym systemem regul decyzyjnych dla T,
jesli kazda regula z S jest prawdziwa dla T i dla kazdego wiersza z T istnieje
regula z S, ktéra jest zrealizowana dla tego wiersza. Przez L(S) jest oznaczna
maksymalua dlugoéé reguly z S, przez L(T) jest oznaczana minimalna wartosé



Cup 1 Cup 2 Cup 3

(D (D

Rysunek 1

f1fa fs {1, f2, f3}
100]1 {f1, f2}
0102 {f1, f3}
D013 {f2, fs}
Rysunek 2 Rysunek 4

Rysunek 3

L(S) spoérdd wszystkich kompletnych systeméw regul S dla T'. Rozwazanie tej
miary zlozonoéci dla systeméw regul decyzyjnych zwiazane jest z zalozeniem, ze
systemy regul decyzyjnych moga by¢ traktowane jako algorytmy, ktdre pracuja
w sposéb réwnolegly.

Test (super-redukt) dla T to podzbiér kolumn tabeli T' taki, ze na przecieciu
z tymi kolumnami dowolne dwa wiersze o réznych decyzjach sa rézne. Redukt
dla T jest testem dla T takim, ze zaden wladciwy podzbidr nie jest testem.
Oczywiste jest, ze kazdy test posiada redukt jako podzbiér. Przez R(T) jest
oznaczana minimalna liczebnodé reduktu dla 7.

Przyktad 1. Przyklad zwiazany jest z problemem, ktéry przedstawia Rysunek 1
- trzy odwrécone kubki na stole 1 mata pilka pod jednym z nich. Nalezy znalezé
numer kubka pod ktérym znajduje sie pitka. W tym celu zostaly uzyte atrybuty
fi» = 1,2,3. Po poduiesieniu i-tego kubka sprawdzamy czy znajduje sie tam
pitka. Jedli tak, wartosé atrybutu f; wynosi 1. W przeciwnym przypadku, war-
to$é atrybutu f; wynosi 0. Tablica decyzyjna T odpowiadajaca rozwazanemu
problemowi zostala przedstawiona na Rysunku 2.

Drzewo decyzyjne dla T o minimalnej gleboko$ci przedstawia Rysunek 3.
Rysunek 4 przedstawia wszystkie testy dla tabeli T. Oczywiste jest, ze h(T) = 2
i R(T) =2.

Mozna pokazaé, ze {fi =1 — 1, fa=1— 2, f3 = 1 — 3} jest kompletnym
systemem regul decyzyjnych dla T 1 dla ¢ = 1,2, 3, i-ta regula jest najkrétsza
regula, ktéra jest prawdziwa dla T i zrealizowanna dla i-tego wiersza tabeli T.
Zatem, L(T) = 1.



Powiazania pomiedzy drzewami decyzyjnymi, regulami i testami

Twierdzenie 1. Niech T bedzie tablicg decyzyjng posiadajgcg n kolumn ozna-
czonych przez alrtybuty fi,..., fn-

1. Jesli I jest drzewem decyzyjnym dla tabeli T wowczas zbidr atrybutéw wy-
stepujecych w niekoricowych wezlach drzewa I' jest testem dla tabeli T.

2. Niech F ={fi,,..., fi.. } bedzie testem dla T. Wéwczas istnieje drzewo decy-
zyjne I dla T, w ktdrym wystepujq atrybuty tylko z F i dla ktdrego h(I") = m.

Whniosek 1. Niech T bedzie tablicg decyzyjng. Wowczas h(T) < R(T).

Twierdzenie 2. Niech T bedzie tablicg decyzyjng z n kolumnami oznaczonymi
przez atrybuty fi,..., fn-

1. Jesli S jest kompletnym systemem regul decyzyjnych dla T, wéwczas zbidr
atrybutdw wystepujgcych w reguiach z S jest testem dla T'.

2. Jesli F = {fi,,-.., fi.} jest testem dla T, wéwczas istnieje kompletny sys-
tem S regul decyzyjnych dla T w ktérym wystepujq atrybuty tylko z F 1 dla
ktorych L(S) =m.

Whniosek 2. L(T) < R(T).

Niech I' bedzie drzewem decyzyjnym dla T i 7 bedzie $ciezka w I" prowa-
dzaca od korzenia do wezta koficowego, w ktérej niekoficowe wezly sa oznaczone
przez atrybuty fi,, ..., fi.., krawedzie sg oznaczone przez liczby by,..., by 1 we-
zel koficowy T ma przypisana decyzje t. Sciezce T odpowiada regula decyzyjna
rale(7): fi, = b1 A A fi, =bm — L

Twierdzenie 3. Niech I' bedzie drzewem decyzyjnym dla T 1 S bedzie zbiorem
regul decyzyjnych odpowiadajacych $ciezkom w I' od korzenia do weziéw kovico-
wych. Wéwczas S jest kompletnym systemem regut decyzyjnych dlaT i LE)=h(l).

Whiosek 3. L(T) < h(T).

Wszystkie wyniki opisane w tym rozdziale moga zostaé rozszerzone dla k-
wartoéciowych tablic decyzyjnych wypelnionych przez liczby ze zbioru{01,...,k—1}

5.2 Granice zlozonosci regul decyzyjnych, drzew i testéw

Rozdzial ten jest kontynuacja badah dla tablic decyzyjnych z jednowartoéciowa
decyzja. Ponizej zostang przedstawione granice zlozonoéci nie tylko dla regul
ale takze dla drzew i testéw, w celu pokazania ich relacji w stosunku do granic
zlozonodel dla regul decyzyjnych.

Z Wnioskéw 1 1 3 wynika, ze L(T) <€ h(T) < R(T). Zatem kazda dolna
granica L(T") jest takze dolng granica A(T) i R(T) i kazda dolna granica h(T)
jest takze dolng granica R(T').

Ponizsze twierdzenia dotycza dolnej granicy h(T") i konsekwentnie, dolnej
granicy R(T). Przez D(T) jest oznaczna liczba réznych decyzji w tablicy decy-
zinej T'.
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Twierdzenie 4. Niech T bedzie niepustq tablicq decyzyjng. Wéwczas h{T) >
log, D(T).

Twierdzenie 5. Niech T bedzie tablicg decyzying. Wéwczas h(I) 2 log(R{T)+1).

Niech T bedzie tablica decyzyjna posiadajaca n kolumn oznaczonych przez
atrybuty fi,..., fn. Podtabela tablicy T to tabela uzyskana z T przez usuniecie
pewnych wierszy. Niech {f;,,..., fi,.} S {/f1,-.-, fa}101,...,0m € {0,1}. Przez
T(fi;,01) - - (fir., Om) jest oznaczana podtabela tabeli T, ktéra posiada wiersze,
ktére na przecieciu z kolumnami f;,, ..., fi,. posiadaja liczby 61, ..., 0m. Tabela
T jest nazywana zdegenerowang tabela, jesli T nie posiada wierszy lub wszystkie
wiersze w T maja przypisana ta sama decyzje.

Ponize] zostanie zdefiniowany parametr M(T) tabeli T. Je$li T jest zdege-
nerowana wéwczas M(T) = 0. Niech T bedzie niezdegenerowana. Niech § =
(61,...,0n) € {0,1}™ Przez M(T,§) jest oznaczana minimalna liczba naturalna
m taka, ze istnieja atrybuty f,.. ., 4. € {f1,....fa} dla ktorych T(,6). . - (fi.6)
jest zdegenerowana tabela. Wéwczas

M(T) = max{M(T,5) : 6 € {0,1}"}.
Twierdzenie 6. Niech T bedzie tablicqg decyzyjng. Wdéwcezas h{T) > M(T).

Mozna znalezé dokladna formule dla wartodci L(T") korzystajac z parametru
M(T, ).

Twierdzenie 7. Niech T bedzie tablicq decyzyjna i Row(T') bedzie zbiorem wier-

szy z T. Wowezas, ;(Tﬁ) = M(T,$) dla dowolnego wiersza 6 € Row(T)
i L(T) = max{M(T,6) : 6 € Row(T)}.

Whniosek 4. L(T) < M(T) < h(T) < R(T).

Ponizej zostanie przedstawiona gérna granica wartosci R(T). Jest to takze
gérna granica wartosci L(T) i h(T'). Przez N(T') jest oznaczana liczba wierszy
w tabeli T

Twierdzenie 8. Niech T bedzie tablicg decyzyjng. Wowczas R(T) < N(T) - 1.

Ponizej zostanie przedstawiona gérna granica wartosci h(T"). Jest to takze
gérna granica wartosci L(T).

Twierdzenie 9. Niech T bedzie tablicg decyzyjng. Wowczas h(T) < MT)1log,N{T).

Mozna analizowad nie tylko binarne tablice decyzyjne wypelnione przez liczby
ze zbioru {0, 1} ale takze k-warto$ciowe tablice wypelnione przez liczby ze zbioru
{0,1,...,k— 1}, gdzie k > 2. Dla takich tablic, wszystkie wyniki przedstawione
powyze]j sa prawdziwe, z wyjatkiem Twierdzenia 4 1 Twierdzenia 5.

Dla k-wartoéciowych tablic, zamiast granic h(T) > log, D(T) i h(T) >
log, (R(T)+1), istniejg granice h(T) > log;, D(T) i h(T) 2 log, (k—1)R(T)+1).

Prosta analiza gérnych granic R(T") i A(T) (Twierdzenia 8 i 9) pokazuje, ze
w ogblnym przypadku, nie sa one wystarczajaco dobre jako gérne granice L(T).
Dolne granice h(T') nie sa, w ogblnym przypadku, dolnymi granicami L(T).
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5.3 Algorytmy dla konstruowania regul decyzyjnych

W rozdziale tym zostana przedstawione dwa problemy optymalizacji zwigzane
z tablicami decyzyjnymi. Problem minimalizacyi dlugosci requly decyzyjnej: dla
danej tablicy decyzyjnej T i wiersza r z T nalezy skonstruowaé regule decyzyi-
nag nad T, ktéra jest prawdziwa dla T, zrealizowana dla r i posiada minimalna
dlugosé. Problem optymalizacyi systemu regul decyzyjnych: dla danej tablicy de-
cyzyjnej T nalezy skonstruowaé kompletny system regul decyzyjnych S dla T
o minimalnej wartodci parametru L(S).

Ponizej zostana przedstawione wyniki badan pokazujace, ze te problemy sa
N P-trudne oraz wyniki badan dotyczace dokladnosci aproksymacyjnych algo-
rytméw wielomianowych dla rozwiazania tych probleméw. Zostang takze przed-
stawlone algorytmy zachlanne (aproksymacyjne) i algorytmy dynamicznego pro-
gramowania (dokladne) dla rozwiazania tych problemdw.

Algorytmy aproksymacyjne dla optymalizacji regul decyzyjnych

Niech T bedzie niezdegenerowana tablica decyzyjna zawierajaca n kolumn ozna-
czonych przez atrybuty fi,...,fn, 17 = (b1,...,bn) bedzie wierszem tabeli T
z przypisang decyzja t. Przez A(T,r) jest oznaczany zbiér wszystkich wierszy
z tabeli T, ktére maja przypisana decyzje innag niz t. Atrybut f; separuje od
wiersza v wiersz 1’ z A(T, 1), jesli r r6zni si¢ od ' na przecigciu z kolumna f;.
Algorytm 1 przedstawia algorytm zachlanny dla konstruowania reguly decy-
zyjnej dla T 1 r. Wynikiem dzialania algorytmu jest regula decyzyjna dla T

Algorytm 1: Algorytm zachlanny dla konstruowania reguly decyzyjnej
dlaTir.
Wejscie: Tablica decyzyjna T z atrybutami f1,..., fn, wiersz 7 = (b1,..., bn)
w T z przypisana decyzja t.
Wyjscie: Reguta decyzyjna dla T 1 7.

Q— B

while atrybuty z Q separujg od r mniej niz |A(T, r)| wierszy z A(T,r) do
wybierz f; € {fi,..., fa} 0 minimalnym indeksie 7 taki, ze f; separuje od r
maksymalng liczbe wierszy z A(T, r) nieodseparowanych przez atrybuty z Q;
Q— QuU{fik

end

return /\f»eQ(fi =b;) — t;

i fo, =by Ao Afi, =bi,, — t. Przez Lgreedy(T, ) jest oznaczana diugosé
konstruowanej reguly, przez P(T,r) jest oznaczana liczba |A(T, 7).

Twierdzenie 10. Niech T bedzie niezdegenerowang tablicq decyzyjng i r bedzie
wierszem tabeli T. Wowczas Lgreedy (T, 7) < L(T,7)In P(T,r) + 1.
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Przedstawiony algorytm moze zostaé wykorzystany dla skonstruowania kom-
pletnego systemu regul decyzyjnych dla T. W tym celu, algorytm ten jest sto-
sowany sekwencyjnie do tabeli T i kazdego wiersza r z T. Wynikiem jest system
regul S, w ktérym kazda regula jest prawdziwa dla T i dla kazdego wiersza z T
istnieje regula w .S, ktéra jest zrealizowana dla tego wiersza.

Lgreedy(T) = L{S) 1 K(T) = max{P(T,r) : v € Row(T)}, gdzie Row(T) jest
zbiorem wierszy z T. Oczywiste jest, ze L(T) = max{L(T,r) : r € Row(T)}.
Korzystajac z Twierdzenia 10 mozna uzyskaé

Twierdzenie 11. Niech T bedzie niezdegenerowanq tablicq decyzyjng. Wéwczas
Lgreedy(T) < LT In K (T7) + 1.
Ponizsze twierdzenia takze zostaly udowodnione.

Twierdzenie 12. Problem minimalizacji dlugosci reguly decyzyjnej jest NP-
trudny.

Twierdzenie 13. Jesli NP ¢ DT IM E(nCU0818™)) wéwezas, dla dowolnego €,
0 < € < 1, nie istnieje algorytm o zlozZonosci wielomianowej taki, Ze dla danej
niezdegenerowanej tablicy decyzyjnej T i wiersza r z T, konstruuje regule de-
cyzyjng, ktéra jest prawdziwa dla T, zrealizowana dla v i ktdrej dlugosé jest
najwyzej (1 — &)L{T, ) In P(T,r).

Twierdzenie 14. Problem optymalizacji systemu regul decyzyjnych jest NP-
trudny.

Twierdzenie 15. Jesli NP € DTIM E(nCoglogn)y yiéuczas, dla dowolnego €,
0 < € < 1, nie istnieje algorytm o zloZonodci wielomianowej taki, Ze dla danej

niezdegenerowanej tablicy decyzyjnej T, konstruuje kompletny system regut S dla
T taki, ze L(S) < (1 — &) L(T)Y m K(T).

Poréwnanie Twierdze 10 i 13 oraz 11 i 15 pokazuje, ze przyjmujac zalo-
zenie dotyczace klasy NP, NP € DTIM E(nOUoglogm))  rozwazane algorytmy
sa Dbliskie (z punktu widzenia dokladnosci) najlepszym wielomianowym algoryt-
mom aproksymacyjnym dla minimalizacji diugosci reguly oraz dla optymalizacji
systemu regul decyzyjnych.

Podobne wyniki mozna uzyskaé dla drzew decyzyjnych i testéw. Jednakze,
algorytm zachlanny dla konstruowania drzewa decyzyjnego jest bardziej skom-
plikowany.

Dokladny algorytm dla optymalizacji regul decyzyjnych

W tej czedci rozdzialu zostanie przedstawiony dokladny algorytm dla optyma-
lizacji regul decyzyjuych, oparty na podejéciu dynamicznego programowania.
Algorytm ten, w najgorszym przypadku, posiada wykladnicza zltozonoéé czaso-
wa. Jednak, w dalszej cz¢del autoreferatu (kiedy zostanie przedstawione lokalne
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podejscie do badania drzew decyzyjnych i regul dla nieskoficzonych systeméw in-
formacyjnych), zostang opisane nieskoficzone systemy informacyjne dla ktérych
algorytm ten posiada (dla tablic decyzyjnych uzyskanych z rozwazanych syste-
méw) wielomianows zlozonoéé czasows zalezna od liczby kolumn (atrybutéw)
w tabeli.

Niepusta podtabela 77 tabeli T' jest nazywana separowalng podtabela tabeli
T, jesli istnieja atrybuty fi,, ..., fi, 2 {f1,. .-, fn} i lczby 81,...,6: 2 {0, 1} takie,
ze T' = T(fi,,01)...(fi,,6:). Przez SEP(T) jest oznaczany zbiér wszystkich
separowalnych podtabel tabeli T, wraz z tabela T'. Dla dowolnej podtabeli D €
SEP(T), przez E(D) jest oznaczany zbiér atrybutéw z {fi,..., fa}, ktére nie
sa stale w D (posiadaja przynajmniej dwie rézne wartosci).

Ponizej zostanie opisany algorytm V dla minimalizacji diugoéci regut decy-
zyjnych. Praca algorytmu V sklada sie z dwéch czesei.

Czes¢ pierwsza pracy algorytmu V dotyczy konstruowania zbioru SEP(T).

Krok 1: Ustaw SEP = {T'} i przejdZ do kroku drugiego. Po pierwszym kroku
tabela T nie jest oznaczona jako tabela “przetworzona”.

Przypuéémy, ze t > 1 krokdw zostalo wykonanych.

Krok (t + 1): Niech wszystkie tabele w zbiorze SEP beda oznaczene jako
tabele “przetworzone”. W tej sytuacji, pierwsza cze$é pracy algorytmu V' zostaje
zakonczona i SEP(T") = SEP. Niech istnieje tabela D € SEP, ktéra nie zostata
“przetworzona’. Do zbioru SE P dodaj wszystkie podtabele typu D(f;, §), gdzie
fi € E(D) 16 € {0,1}, ktére nie byly w zbiorze SEP, oznacz tabele D jako
“przetworzona” i przejdz do kroku (¢ + 2).

Podczas pierwszej czedci algorytm V' wykonuje |SEP(T)| + 2 krokéw.

Druga czes¢ pracy algorytmu V dotyczy konstruowania optymalnych regut
decyzyjnych V(T,r) dla kazdego wiersza v z T. Zaczynajac od najmniejszych
podtabel ze zbioru SEP(T), algorytm V w kazdym kroku przypisuje do kazdego
wiersza r podtabeli D optymalna regule decyzyjna dla D i r (optymalna regula
dla D i r oznacza regule decyzyjna o minimalnej dlugoéci, ktéra jest prawdziwa
dla D i zrealizowana dla r).

Przypusémy, ze p > 0 krokéw drugiej czesci algorytmu V zostalo wiladnie
wykonanych.

Krok (p + 1). Jeéli kazdy wiersz r tabeli T ma przypisang regule decyzyjna,
woéwcezas regula przypisana do r jest wynikiem pracy algorytmu V dla T i r
(regula ta jest oznaczana przez V(T,r)). W przeciwnym przypadku, wybierz
w zbiorze SEP(T) tabele D spelniajaca nastepujace warunki:

a) wiersze w D nie maja przypisanych regul decyzyjnych;

b} D jest tabela zdegenerowana lub tabela niezdegenerowana taka, ze dla wszyst-
kich separowalnych podtabel tabeli D, postaci D(f:,6), fi € E(D), § €
{0,1}, kazdy wiersz ma przypisana regule decyzyjna.

Niech D bedzie zdegenerowana tabela w ktorej wszystkie wiersze maja przy-
pisana taka sama decyzje d. Wowczas, przypisz do kazdego wiersza tabeli D
regule decyzyjna postaci — d.

Niech D bedzie niezdegenerowany tablica decyzyjna i r = (61,...,0,) be-
dzie wierszem w D, ktéry ma przypisang decyzje d. Dla dowolnego f; € E(D),
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konstruowana jest regula rule(r, f;). Niech wiersz r w tabeli D(f;, d;) ma przy-
pisang regule o — d. Wowczas regula rule(r, f;) jest réwna f; = §; Aoy — d.
Przypisz do wiersza r tabeli D jedna z regul rule(r, fi), fi € E(D), ktéra po-
siada minimalna dlugoéé. Regula ta jest oznaczana przez V(T,r). Regula jest
przypisywana do kazdego wiersza tabeli D w ten sam sposdb, nastepnie przejdz
do kroku (p + 2). Podczas drugiej czedci algorytm V' wykonuje |SEP(T)| + 1
krokéw.

Twierdzenie 16. Dla dowolnej niezdegenerowanej tablicy decyzyjnej T ¢ dla
dowolnego wiersza r w T, algorytm V konstruuge regule decyzyjng V (T, r), ktdra
jest prawdziwa dla T, zrealizowana dla 7, i posiada minimalng diugosé L(T,r).
Podczas konstruowania optymalnych regul decyzyjnych dla wierszy tabeli T, al-
gorytm V' wykonuje 2|SEP(T)| + 3 krokéw. Czas pracy algorytmu V' jest ograni-
czony z dotu przez |SEP(T)| i ograniczony z géry przez wielomian od |SEP(T)|
i od liczby kolumn w tabeli T'.

Wszystkie wyniki przedstawione w tym rozdziale, po kilku naturalnych zmnia-
nach sa prawdziwe takze dla k-wartodciowych tablic decyzyjnych, wypelnionych
przez liczby ze zbioru {0,1,...,k— 1}, k > 3.

5.4 Tablice decyzjne z wielowarto$ciowa decyzja

Tablice decyzyjne z wielowartodciows decyzja maja wiele zastosowan [19,62].
W przeciwiehstwie do tablic decyzyjnych z jednowarto$ciowa decyzja, kazdy
wiersz ma przypisany niepusty, skoficzony zbidr liczb naturalnych (decyzji). Jesli
celem jest znalezienie wszystkich decyzji przypisanych do danego wiersza nale-
zy pracowad tak, jak z obiektem matematycznym jakim jest tablica decyzyjna
z jednowartosciows decyzja: wystarczy zakodowaé rézne zbiory decyzji jako réz-
ne liczby. Natomiast, kiedy celem jest znalezienie jednej (dowolnej) decyzji ze
zbioru decyzji przypisanych do wiersza, sytuacja jest inna.

W teoril zbioréw przyblizonych [47, 51] rozwazane sa tablice decyzyine, ktére
posiadaja réwne wiersze oznaczone przez rézne decyzje. Zbidr decyzji przypisa-
nych do réwnych wierszy nazywany jest uogdlniong decyzjg dla kazdego z tych
réwnych wierszy. Zazwyczaj, dla danego wiersza wyszukiwana jest nogdlniona
decyzja. Jednak problem znalezienia dowolnej decyzji lub najczestszej decyzji
z decyzji vogdlnionej takze moze byé badany.

Ponizej zostana przedstawione wyniki badan dotyczace regul decyzyjnych,
systeméw regul decyzyjnych oraz pewne komentarze odnoénie drzew decyzyjnych
i testdw.

Podstawowe pojecia
Ponizej zostang przedstawione definicje zwiazne z tablicami decyzyjnymi z wiel-
warto§ciows decyzja.

Tablica decyzyjna z wielowartosciowq decyzjg to tabela T wypelniona przez
liczby ze zbioru {0,1}. Kolumny tabeli sa oznaczone przez atrybuty fi,..., fa.
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Wiersze tabeli sa parami rézne i kazdy wiersz ma przypisany niepusty, skonczony
zbidr liczb naturalnych (zbidr decyzji). Powiemy, ze T jest zdegenerowang tabela,
jesli T nie posiada wierszy lub przeciecie zbioru decyzji przypisanych do wier-
szy z T jest niepuste (w tym przypadku powiemy, ze wiersze tabeli T’ posiadaja
wspblng decyzje). Nalezy zauwazyé, ze kazda tablica decyzyjna z jednowartoscio-
wa decyzja moze by¢ interpretowana jako tablica decyzyina z wielowarto$ciowa
decyzja. Wéwcezas, kazdy wiersz ma przypisany zbiér decyzji, ktéry zawiera tylko
jeden element.

Pojecie drzewa decyzyjnego nad T pokrywa sie z pojeciem drzewa decyzyjnego
nad tablica decyzyina z jednowartoSciowa decyzja. Drzewo decyzyjne I' nad
tablica decyzyjna T jest drzewem decyzyjnym dla T, je$li dla dowolnego wiersza
z T drzewo I' koficzy prace w wezle koficowym, ktéry ma przypisana liczbe ze
zbioru decyzji, przypisanego do rozwazanego wiersza. Przez h(T") jest oznaczana
minimalna glebokodé drzewa decyzyjnego dla tabeli T'.

Pojecia reguly decyzyjnej nad T ireguly decyzyinej zrealizowanej dla wiersza
r w I pokrywaja sie z odpowiednimi pojeciami dla tablic decyzyjnych z jedno-
wartosciowa decyzja. Regula nad 7", ktéra po prawej stronie posiada decyzje ¢
jest prawdziwa dla T, je§li dla dowolnego wiersza r z T takiego, ze regula ta jest
zrealizowana dla wiersza r, liczba t nalezy do zbioru decyzji przypisanych do
wiersza r. Przez L(T,r) jest oznaczana minimalna dlugo$é reguty nad T, ktéra
jest prawdziwa dla T i zrealizowana dla r. Niepusty zbiér S regul decyzyjnych
nad T jest nazywany kompletnym systemem regul decyzyjnych dla T, jedli kazda
regula z S jest prawdziwa dla T i dla kazdego wiersza w T istnieje regula z S,
ktéra jest zrealizowana dla tego wiersza. Przez L(S) jest oznaczana maksymalna
diugosé reguly z .S, przez L(T") jest oznaczana minimalna wartoéé L(S) spoéréd
wszystkich kompletnych systeméw regut S dla 7.

Testem dla tabeli T jest podzbiér kolumn {f;,,..., fi,.} taki, ze dla dowol-
nych liczb 81,...,6, € {0,1}, podtabela T(fi,,0m) ... T(fi,.,0m) jest zdegene-
rowana. Pusty zbiér jest testem dla T wtedy i tylko wtedy, jesli T jest tabela
zdegenerowang. Nalezy zauwazy¢, ze pojecie testu odpowiada pojeciu testu roz-
wazanemu wczesniej dla tablic decyzyjnych z jednowartosciowa decyzja. Redukt
dla tabeli T jest testem dla T takim, dla ktérego kazdy wladciwy podzbiér nie
jest testem. Oczywiste jest, ze kazdy test posiada redukt jako podzbidr. Przez
R(T) jest oznaczana minimalna liczbno$é¢ reduktu dla 7.

Powigzania pomiedzy drzewami, regutami i testami oraz granice ich
zlozonosci

Twierdzenia 1, 2, 3 1 Wnioski 1, 2, 3 opisuja zwiazki pomiedzy drzewami decy-
zyjnymi, regulami i testami, ktére moga zostaé rozszerzone dla przypadku tablic
decyzyjnych z wielowartosciowa decyzja.

Zamiast Twierdzenia 4 istnieje nastepujace twierdzenie. Niech T bedzie nie-
pusta tablica decyzyjna z wielowartoéciowa decyzja. Niepusty, skoficzony zbiér
B liczb naturalnych jest nazywany systemem przedstawicieli dla tabeli T, jesli
dla kazdego wiersza w T, zbiér decyzji przypisanych do tego wiersza posiada nie-
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puste przeciecie z B. Przez S(T') jest oznaczana minimalna liczebno$é systemu
przedstawicieli dla tabeli T'.

Twierdzenie 17. Niech T bedzie niepustq tablicg decyzyjng z wielowarto$ciowg
decyzjg. Wowezas h(T) 2 logy S(T).

Definicje parametréw M (T) i M(T,8) pokrywaja sie z odpowiednimi defini-
cjami dla tablic decyzjnych z jednowarto$ciowa decyzja. Twierdzenia 5, 6, 7, 8,
9 i Wniosek 4 opisujace dolne i gérne granice L(T), L(T,d), h(T) i R(T) moga
zostadé rozszerzone dla przypadku tablic decyzyjnych z wielowarto$ciowa decyzja.

Podobnie jak dla tablic decyzyjnych z jednowartos$ciowa decyzja, dolne i gér-
ne granice h(T) 1 R(T) nie sa zbyt uzyteczne, w ogdlnym prazypadku, dla osza-
cowania L(T).

Aproksymacyjne algorytmy dla optymalizacji regul decyzyjnych

W tej czebel rozdzialu beda rozwazane wielomianowe algorytmy aproksymacyjne
dla problemu minimalizacji diugosci reguly decyzyjnej oraz dla problemu opty-
malizacji systemu regul decyzyjnych.

Niech T bedzie niezdegenerowang tabely z wielowartoéciows decyzjg zawiera-
jaca n kolumn oznaczonych przez atrybuty fi,...,fn. Niech r=(by,...,b,) bedzie
wierszem tabeli T, D(r) bedzie zbiorem decyzji przypisanych do r 1 d € D).
Przez A(T,r,d) jest oznaczany zbidr wszystkich wierszy v’ z T takich, ze d¢ D{).

Algorytm 2 przedstawia algorytm zachlanny dla konstruowania reguly de-
cyzyjnej dla T, v i d. Wynikiem dzialania jest regula rule(T,r,d) dla T i 7:
filzbil/\.../\fim-:b - d.

im

Algorytm 2: Algorytm zachlanny dla konstruowania reguly decyzyjnej
dlaT,rid.

Wejscie: Tablica decyzyjnaT z wielowartodciowa decyzja i atrybutami fi,.. ., fn,
wierszT = (1,. . .,bn) w T, Dfr) zbiér decyzji przypisanych do r, d€ D).

‘Wyjscie: Regula decyzyjna dla T, r i d.

Q— 0

while alrybuty z Q separujq od r mniej niz |A(T,r,d)| wierszy z A(T,r,d) do
wybierz fi € {f1,...,fn} 0 minimalnym indeksie ¢ taki, Zze f; separuje od r
maksymalna liczbe wierszy z A(T,r,d) nieodseparowanych przez atrybuty z Q;
Q— QU{fi};

end

return /\fieQ(fi =b;) — d;

Przez Lgreedy (T, ) jest oznaczana dlugodé reguly konstruowanej przez naste-
pujacy algorytm wielomianowy (algorytin ten mozna nazwaé jako zmodyfikowany
algorytm zachlanny). Dla danej tablicy decyzyjnej T' z wielowartodciows decyzja
i wiersza r z T, dla kazego d € D(r), konstruowana jest regula rule(T, r, d) przez
algorytm zachlanny dla konstruowania reguly decyzyjnej dla T, » 1 d. Spoérdd
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regul rule(T,r,d), d € D(r), wybierana jest regula o minimalnej dlugosci. Re-
gula ta jest wynikiem dzialania rozwazanego algorytmu. Przez Lgreedy (T, 7) jest
oznaczana dlugoéé uzyskanej reguly oraz P(T,r) = max{|A(T,r,d)| : d € D(r)}.

Zmodyfikowany algorytm zachlanny moze zostaé uzyty do skonstruowania
kompletnego systemu regul decyzyjnych dla tablicy decyzyjnej T z wielowarto-
$ciows decyzja. W tym celu, algorytn ten jest stosowany sekwencyjnie do tabeli
T i kazdego wiersza v w T. Wynikiem jest system regut S, w ktérym kazda regu-~
ta jest prawdziwa dla T i dla kazdego wiersza z T, istnieje reguta z S, ktdra jest
zrealizowana dla tego wiersza. Lgreedfd) = L(S) i K{I) =max{P(T}):r € Row)}.

Twierdzenia 10, 11, 13, 15 oraz Twierdzenia 12, 14, opisujace dokladnosé al-
gorytméw zachlannych i zloZzonoéé probleméw optymalizacji dla regul oraz sys-
teméw regul, moga zostaé rozszerzone dla przypadku tablic decyzyjnych z wie-
lowartosciowa decyzja.

Podobne wyniki mozna uzyskaé dla drzew decyzyjnych i testéw. Opieraja
si¢ one badaniu tzw. granicznych podtabel tablic decyzyjnych. Wéwczas moz-
na zagwarantowaé¢ wielomianows zlozonosé czasows tych algorytméw tylko dla
pewnych podzbioréw zbioru tablic decyzyjnych z wiclowartodciowa decyzja.

Dokladne algorytmy dla optymalizacji regul decyzjnych

Algorytm V' moze zostaé zastosowany dla dowolnej tablicy decyzyjnej T z wielo-
wartosciows decyzja 1 wiersza r tej tabeli, praktycznie bez zadnych modyfikacji.
Nalezy zauwazy¢, ze w przypadkuy, kiedy podtabela D jest zdegenerowana, jako
d nalezy wybraé wspélna decyzje dla wszystkich wierszy z D.

Twierdzenie 16 moze zostaé rozszerzone dla przypadku tablic decyzyjnych
z wielowarto$ciowa decyzja.

Dla k-wartoSciowych tablic decyzyjnych wypelnionych przez liczby ze zbioru
{0,1,...,k—1}, k > 3, wszystkie wyniki przedstawione w tym rodziale sa praw-
dziwe z wyjatkiem Twierdzenia 17 1 rozszerzenia Twierdzenia 5 dla przypadku
tablic decyzjnych z wielowartoéciowa decyzja.

Zamiast granic h(T) > logy S(T) 1 h(T) > logy (R(T)+1), dla k~wartosciowych
tablic istnieja granice h(T") 2 log, S(T) 1 h{T) > log, ((k — 1)R(T) + 1).

5.5 Przyblizone reguly decyzyjne, drzewa i testy

W przypadku zastosowania drzew decyzyjnych, regul i testéw jako sposobu re-
prezentacji wiedzy, istotne jest aby pracowaé ze stosunkowo prostymi drzewami,
regulami i testami. Jesli dokladne reguly decyzyjne, drzewa lub testy posiadaja
duza zlozonodé, mozna rozwazaé przyblizone drzewa, reguly i testy. W sytu-
acji kiedy testy, reguly decyzyjne lub drzewa stosowane sa jako klasyfikatory,
wowczas dokladne testy, reguly decyzyjne i drzewa moga by¢ przeuczone tzn.
zbyt mocno dopasowane do istniejacych przykiadéw lub zbyt mocno zalezne od
szumu. Wéwcezas lepiej pracowaé z przyblizonymi testami, regutami i drzewami.
Przyblizone redukty [56,61], prayblizone reguly decyzyjne [36,44] i przyblizo-
ne drzewa decyzyjne [20,30,49] sa tematem badan przez wiele ostatnich lat.
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Rozdzial ten poswiecony jest S-testom, fG-drzewom decyzyjnym i G-regulom de-
cyzyjnym, ktére mozna traktowaé jako specjalny rodzaj przyblizonych testéw,
drzew i regut.

Podstawowe pojecia

W rozdziale tym rozwazane sa tylko tablice decyzyine z jednowartodciows decy-
zja. Tablice te wypelnione sg przez liczby ze zbioru {0, 1}.

Niech T bedzie tablica decyzyjna z jednowartosciowa decyzja 1 T posiada
n kolumn oznaczonych przez atrybuty fi, ..., fn. Decyzja, ktéra jest przypisana
do maksymalnej liczby wierszy w T nazywana jest nagbardziej wspdlng decyzjg
dla T. Jedli istnieje wiecej niz jedna taka decyzja, woéwczas wybierana jest decyzja
o minimalnej wartosci. Je§li T jest pusta tabela, wowczas 1 jest najbardziej
wspblna decyzja dla T. Niech # bedzie liczba rzeczywista taka, ze 0 < 8 < 1.
Przez P(T) jest oznaczana liczba nieuporzadkowanych par wierszy z 1" o réznych
decyzjach. Jedli § = 0 wéwczas badane sg dokladne drzewa decyzyjne, doktadne
testy, doktadne reguly.

Ponizej zostanie zdefiniowane pojecie §-drzewa decyzyjnego dla 7. Niech I’
bedzie drzewem decyzyjnym nad T i v bedzie wezlem kohcowym w I'. Niech
wezly 1 krawedzie wystepujace w $ciezce od korzenia do v beda oznaczone odpo-
wiednio przez atrybuty fi,, ..., fi,. 1liczby 81,. .., &n. Przez T'(v) jest oznaczana
podtabela T(f;,,01) ... (fi,,,0m) tabeli T. Powiemy, ze I jest 3-drzewem decy-
zyjnym dla T jesli, dla dowolnego wezla koficowego v w I', zachodzi nierdwnosé
P(T(v)) < BP(T), v ma przypisana najbardzie] wspdlna decyzje dla T(v) i dla
dowolnego wiersza r w T, istnieje wezel koficowy v w I taki, ze r nalezy do tabe-
i T(v). Przez hg(T") jest oznaczana minimalna gl¢bokodé f-drzewa decyzyjnego
dla T.

Ponizej zostanie zdefiniowne pojecie f-testu dla tabeli T'. S-test dla tabeli
T jest podzbiorem kolumn {fs,,...,fi,.} takim, ze PT(fi,,01). . .(fi,.0m)) <OPT)
dla dowolnych liczb d1,...,0, € {0,1}. Zbiér pusty jest [-testem dla T wtedy
i tylko wtedy, jesli T jest tabela zdegenerowana. B-redukt dla tabeli T jest [-
testem dla T takim, ze kazdy wladciwy podzbiér nie jest S-testem. Przez Rg(T)
jest oznaczana minimalna liczebnodé G-testu dla tabeli T'.

Niech 7 = (d1,...,0n) bedzie wierszem z T. Regula decyzyjna nad T, fi, =
by Ao A fi, = by — d jest nazywana [-regulq decyzyjng dla T ¢ 7, jesli
by = 8iyy-. . bm = &i,,, d jest najbardziej wspdlna decyzja dla tabeli T' =
T(fiy,01) - (Fin s bm) 1 P(T") < BP(T). Przez Lg(T,r) jest oznaczana mini-
malna dlugosé f-reguly decyzyjnej dla T i r. Rozwazana regula decyzyjna jest
nazywana zrelizowna dla v, jeSli by = &;,,.. ., bm = §;,,. Rozwazana regula jest 3-
prewdziwa dla T, jesli d jest najbardziej wspdlng decyzja dla T 1 P(T') < BP(T).
System S regul decyzyjnych nad T jest nazywany g-kompletnym systemem regut
decyzyjnych dla T, jesli kazda regula z S jest f-prawdziwa dla T i dla kazdego
wiersza r z T istnieje regula w S, ktéra jest zrealizowana dla r. Przez L(S)
jest oznaczana maksymalna dlugos$é reguly z S, przez Lg(T) jest oznaczana
minimalna warto$é L(S), gdzie minimum jest rozwazane sposréd wszystkich S-
kompletnych systemdw regul decyzyjnych dla T'.
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Powiazania pomiedzy G-drzewami, f-regulami i -testami oraz grani-
ce ich zlozonosci

Twierdzenia 1, 2, 3 i Wnioski 1, 2, 3 opisujace relacje pomiedzy drzewami de-
cyzyjnymi, regutami i testami mogg zostaé rozszerzone dla przypadku G-drzew
decyzyjnych, B-regul decyzyjnych i g-testéw.

Nie mozna uzyskaé nietrywialnej dolnej granicy wartoéci hg(T) zaleznej od
wartoéci D(T), ktéra oznacza liczbe réznych decyzji przypisanych do wierszy
tabeli T'.

Twierdzenie 18. Dla dowolnej liczby rzeczywiste; 8, 0 < 8 < 1, i dla dowolnej
liczby naturalnej m, istnieje tablica decyzyjna T taka, Ze D(T)=m+1ihg(T)=1

Niech T" bedzie tablica decyzyjna z n kolumnami oznaczonymi przez atry-
buty fi,...,fn, 1 0 bedzie liczba rzeczywista taka, ze 0 < B < 1. Ponizej
zostanie zdefiniowany parametr Mg(T) dla tabeli T. Je$li T jest tabela zde-
generowana woéwcezas Mg(T) = 0. Niech T bedzie tabela niezdegenerowang
i6 = (01,...,0n) € {0,1}™ Przez Ms(T,6) jest oznaczana minimalna liczba
naturalna m taka, ze istnieja atrybuty fi,..., fi.. € {f1,.-.,fa} dla ktérych
P(T(fiy,65,) - - (Fim,0i,)) < BP(T). Wowezas Mp(T) =max{Ms(T,8):6 € {0,1}"}.

Twierdzenia 5, 6, 7 i Wniosek 4 opisujace zwiazki pomiedzy L(T,7), L(T),
M(T), M(T,d), h(T) i R(T) moga zostaé rozszerzone dla przypadku Lg(T, ),
Lg(T), Mg(T), Mg(T,5), hs(T), i Rg(T). Istnieja takze nowe rodzaje granic,
m.in:

Twierdzenie 19. Niech T bedzie niezdegenerowang tablica decyzyjng zawiera-
jace n kolumn oznaczonych przez atrybuty fi,..., fa, 0 = (01,...,0n) € {0,1}7,
i B bedzie liczbg rzeczywiste take, se 0 < B < 1. Wowczas Mg(T,8) < [(1 —
BYM(T, d)].

‘Whiosek 5. Lg(T,r) < [(1 = B)L(T,r)] dle dowolnego wierszar zT.

Whniosek 6. Lg(T) < [(1 - 8)L(T)].

Algorytmy aproksymacyjne dla optymalizacji G-regul decyzyjnych

Niech T bedzie niezdegenerowang tablica decyzyjna zawierajaca n kolumn ozna-
czonych przez atrybuty fi,...,fn, 7 = (b1,...,bn) bedzie wierszem 2z T i 3
bedzie liczby rzeczywista taka, ze 0 < 8 < 1. Przez A(T) jest oznaczany zbidr
wszystkich nieuporzadkowanych par wierszy z T o réznych decyzjach. Powiemy,
ze atrybut f; separuje pare (r1,72) € A(T), jesli wiersze ry i ro maja rézne liczby
na przecigciu z kolumna fi. Oczywiscie, |A(T)| = P(T).

Algorytm 3 przedstawia algorytm zachlanny dla konstruowania 3-reguly de-
cyzjnej dla T 1 r. Wynikiem dzialania algorytmu jest G-regula decyzyjna dla T
ir fi, =by A AN fi,, = by, — d, gdzie d jest najbardziej wspdlna decyzja
dla tabeli T(fi,,b1) ... (fin, bm). Przez Lgreeay(T, 7, B) jest oznaczana dlugosé
skonstruowanej reguly.
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Algorytm 3: Algorytm zachlanny dla konstruowania f-reguly decyzyjnej
dlaTir.
Wejscie: Tablica decyzyjna T z atrybutami fi,..., fn, wiersz r = (b1,...,bn)
w T, liczba rzeczywista 3, 0 < < 1.
Wyjécie: B-regula decyzyjna dla T i r.

Q — 0

while atrybuty z Q separujq mniej niz BlA(T)| par wierszy z A(T) do
wybierz fi € {f1,..., fn} 0 minimalnym indeksie i taki, Ze f; separuje od r
maksymalng liczbe par wierszy z A(l) nieodseparowanych przez atrybuty zQ;
Q+— QU{fik

end

return /\fieQ(fi =b;) — d;

Twierdzenie 20. Niech T bedzie niezdegenerowang tablicg decyzyjng, r bedzie
wierszem 2T ¢ § bedzie liczbg rzeczywistq takg, e 0< B < 1. Wowczas Lireedy{s7,0)
< L(T,r) ln% + 1.

Mozna wykorzystaé rozwazany algorytm dla skonstruowania g-kompletnego
systemu regut decyzyjnych dla T'. Wéwczas algorytm ten jest stosowany sekwen-
cyjnie dla tabeli T, liczby 0 i kazdego wiersza r z T'. Jako wynik zostaje skon-
struowny system regul S, w ktérym kazda regula jest G-prawdziwa dla T i dla
kazdego wiersza z T istnieje regula w S, ktéra jest zrealizowana dla tego wiersza.
Lgreedy (T, B) = L(S). Z Twierdzenia 20 wynika

Twierdzenie 21. Niech T bedzie niezdegenerowang tablicg decyzying i B bedzie
liczbg rzecaywistq takq, ze 0 < § < 1. Wowczas Lgreedy (T, 8) < L(T) 111% + 1.

Ponizsze dwa twierdzenia zostaly takze udowodnione.

Twierdzenie 22. Dia dowolnego B, 0 < § < 1, problem minimalizacji diugosci
B-requly decyzyjnej jest N P-trudny.

Twierdzenie 23. Problem optymalizacji systemu (-regul decyzyjnych jest N P-
trudny dla dowolnego (B, 0 < B < 1.

Doktladne algorytmy dla optymalizacji B-regul decyzyjnych

Ponizej zostanie opisany algorytm Vg dla minimalizacji diugosci S-reguly decy-
zjnej.

Pierwsza czgs$é pracy algorytmu Vg pokrywa sie z plerwsza czescig pracy
algorytmu V. Jako wynik zostaje skonstruowany zbiér SEP(T) separowalnych
podtabel tabeli T'.

Druga cze$é pracy algorytmu V3 dotyczy konstruowania dla kazdego wier-
sza r danej tablicy decyzyjnej T, B-reguly decyzyjnej dla T i r, ktéra posiada
minimalna diugos$é. Zaczynajac od najmniejszych podtabel ze zbioru SEP(T),
algorytm Vs w kazdym kroku przypisuje regule decyzyjna do kazdego wiersza r
podtabeli T € SEP(T).
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Przypusémy, ze p > 0 krokdéw drugiej czesci algorytmu Vg zostalo wiadnie
wykonanych.

Krok (p+1): Jesli kazdy wiersz r tabeli T jest oznaczony przez regule decy-
zyjna, wowczas regula przypisana do r jest wynikiem pracy Vg dla T i r (regula
ta jest oznaczona jako Vg(T,7)). W przeciwnym przypadku, wybierz ze zbioru
SEP(T) tabele D spelniajaca nastepujace warunki:

a) wiersze w D nie sa oznaczone przez reguly decyzyjne;

b) P(D) < SP(T) lub P(D) > BP(T) i dla wszystkich separowalnych podtabel
tabeli D, rodzaju D(f;,9), fi € E(D), § € {0,1}, kazdy wiersz ma przypisana
regule decyzyjna.

Niech P(D) < BP(T) i d bedzie najbardziej wspdlna decyzja dla D. Wowczas
przypisz do kazdego wiersza w D regule decyzyjna — d.

Niech P(D) > BP(T)ir = (41,...,6,) bedzie wierszem z D. Dla dowolnego
fi € E(D), konstruowana jest regula rule(r, f;). Niech wiersz r w tabeli D(f;, 6;)
ma przypisang regule 8; — d;. Woéwczas regula rule(r, f;) jest réwna f; = §; A
Bi — d;. Oznacz wiersz r tabeli D przez jedna z regul rule(r, /), fi € E(D),
posiadajaca minimalng dlugosé i przejdz do kroku (p + 2).

Twierdzenie 24. Niech 3 bedzie liczbg rzeczywistq takg, ze 0 < § < 1. Wow-
czas, dla dowolnej niezdegenerowanej tablicy decyzyjnej T i dowolnego wiersza r
w T, algorytm Vg konstruuje B-regule decyzing Va(T,r) dla T ir o minimalnej
dlugosci Lg(T,r). Podczas konstruowania optymalnych regul dla wierszy tabe-
I T algorytm Vg wykonuje 2|SEP(T)| + 3 krokéw. Czas pracy algorytmu Vg
jest ograniczony z dotu przez |[SEP(T)| i ograniczony z géry przez wielomian od
[SEP(T)| i od liczby kolumn w tabeli T.

5.6 Uczenie nadzorowane — klasyfikatory oparte na regulach
decyzyjnych

‘W poprzednich rozdzialach byly rozwazane algorytmy dla konstruowania syste-
méw regul decyzyjnych dla danej tablicy decyzyjnej 7. Jednym z najbardziej
znanych zastosowan takich systemdw jest wykorzystanie ich jako klasyfikatoréw.
Jegli T zawiera kompletna informacje (wszystkie mozliwe n-tki wartosci atrybu-
t6w sa wierszami w T') wowezas, zaleznie od celu, konstruowane sa albo dokladne
albo przyblizone klasyfikatory o danej dokladnosci.

Jesli T' nie zawiera kompletnych informacji (nie wszystkie mozliwe n-tki war-
todcl atrybutéw i odpowiadajace im decyzje znajduja sie w tabeli), wowczas
problem jest bardziej zlozony i znany w literaturze jako uczenie nadzorowane.
Dla danej tablicy decyzyjnej T z atrybutami warunkowymi fi,..., fn 1 atrybu-
tem decyzyjoym d, nalezy skonstruowad klasyfikator, ktéry zapewni predykcje
wartosci atrybutu decyzyjnego dla n-tek wartodci atrybutdw warunkowych, ktére
mozliwe, ze nie sa wierszami tabeli T. W tym przypadku dokladne klasyfikatory
moga byé przeuczone tzn. moga posiadaé dobra jako$é klasyfikacji dla T 1 zla
dla n-tek wartosci atrybutéw, ktére nie sg wierszami z T'.
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W tej sytuacji, zazwyczaj, poczatkowa tablica T jest dzielona na trzy pod-
tabele: trenujaca podtabele T3, walidacyjna podtabele Th i testows podtabele
T3. Podtabela T stuzy do konstruowania klasyfikatora. Podtabela T5 stuzy do
przycinania tego klasyfikatora: krok po kroku jakosé klasyfikatora wzgledem T3
maleje, w wyniku usuwania warunkéw (deskryptoréw) z lewej strony regul decy-
zyjnych. Przycinanie zostaje zakoficzone, kiedy jako§é uzyskanego klasyfikatora
wzgledem T bedzie maksymalna. Podtabela T3 jest stosowana, w celu ewaluacji
jakosci klasyfikatora uzyskanego po przycieciu. Jesli jako$é jest wystarczajaco
dobra, klasyfikator ten moze zostaé uzyty, w celu predykcji decyzji dla n-tek
wartosci atrybutéw, ktére nie sg wierszami w T'.

Wymienione w poprzednich rozdzialach podejécia dla konstruowania kom-
pletnego systemu regul decyzyjuych lub (-kompletnego systemu regut decyzyj-
nych, 0 < 8 < 1, sg nastepujace:

— algorytmy zachlanne (opisane w rozdziale 5.3 oraz w rozdziale 5.5),

— algorytmy dynamicznego programowania (opisane w rozdziale 5.3 oraz w roz-
dziale 5.5),

— konstruowanie systemu regul na podstawie testu,

Niech F' = {fi,,..., fi.} bedzie testem dla T. Dla kazdego wiersza r z T', jest
konstruowana regula decyzyjna f;, = a1A.. .Afi,, = am — t,gdzieay,...,am 53
liczbami na przecieciu wiersza 7 i kolumn fi,, ..., fi,,, ¢ jest decyzja przypisang
do wiersza 7. Poniewaz F jest testem dla 7', uzyskany system regul decyzyjnych
jest kompletnym system regul dla T'.

Niech 8 bedzie liczba rzeczywista, 0 < 8 < 1,1 F = {fi,,..., fi,.} bedzie
[-testem dla T'. Dla kazdego wiersza r z T, jest konstruowana reguta decyzyjna
fio=a1A...Afi,, =am —t,gdzieay,...,an saliczbami na przecigciu wiersza
rikolumn fi, ..., fi,.,t jest najbardziej wspélna decyzia dla tabeli T'(fi;,a1) . ..
(fim,am). Poniewaz F jest O-testem dla T, uzyskany system regul decyzyjnych
jest B-kompletnym systemem regul dla T.

— konstruowanie systemu regul na podstawie drzewa decyzyjnego.

Niech I" bedzie S-drzewem decyzyjnym, 0 < § < 1. Jedli 8 = 0 wowczas I jest
dokladnym drzewem decyzyjnym. Niech 7 bedzie éciezka w I' prowadzaca od ko-
rzenia do wezla koficowego. Na tej Sciezce wezly niekoficowe sg oznaczone przez
atrybuty fi,, .., fi,.. krawedzie sa oznaczone przez liczby b1, . . ., by, 1 wezel ko~
cowy T ma przypisana decyzje f. Regula decyzyjna fi, = A A fi,, =bm — 1
odpowiada 7. Wiadomo, ze zbiér regul decyzyjnych odpowiadajacych Sciezkom
w " prowadzacym od korzenia do wezléw koficowych jest f-kompletnym syste-
mem regul decyzyjnych dla T'. W szczegdlnoéci, jesli I' jest drzewem decyzyjnym
dla T, wéwczas rozwazany system regut decyzyjnych jest kompletnym systemem
regut dla T' (zobacz Twierdzenie 3).

23



Uproszczenie systemu regul

Niech 0 < 8 < 11 S bedzie S-kompletnym systemem regut decyzyjnych dla
T skonstruowanym przez jeden z rozwazanych algorytméw. Mozna prébowad
uprosci¢ system S przez minimalizacje catkowitej diugosci regul w S i liczby
regul w S. Niech

fi=ai AN Afi, =am—t (1)
bedzie regula z S. Mozna prébowad usunaé z lewej strony reguly (1) tyle warun-
kéw fi, =aj, j€{l,...,m}, ze dla pozostalych warunkéw Fisay =a51y5 - o fijp =

aj(lz) c)lla podtabeli T =T(fi, ,,,a;(1))- - -(fi; 1y, @5(k))> 22chodzi nieréwnoéé P(T7) <
BP(T). Wowczas regula

fijoy = a50) Ao A Fijoy = a5 — t (2)

jest dodawana do S zamiast reguly (1), gdzie ¢’ jest najbardziej wspélna decy-
zja dla T'. Oczywidcie zbidr regul uzyskany z S przez zastapienie zredukowansg,
regula (2) kazdej reguly (1) z S, jest systemem [S-regul decyzyjnych dla T'.

Regula z S pokrywa wiersz r z T jedli regula ta jest zrealizowana dla wiersza r.
Poniewaz S jest B-kompletnym systemem regul decyzyjnych dla T, reguly z S
pokrywaja wszystkie wiersze z T. Niech S’ bedzie podsystemem S takim, ze
reguly z S’ pokrywaja wszystkie wiersze z T'. Wiadomo, ze S’ jest S-kompletnym
systemem regul decyzyjnych dla T. W celu zmniejszenia liczby regul w S', mozna
zastosowaé algorytm zachlanny dla problemu pokrycia zbioru.

System regutl jako klasyfikator

Niech T bedzie tablica decyzyjna z atrybutami warunkowymi fi, ..., fn 1 atry-
butem decyzyjnym d. Niech S bedzie G-kompletnym systemem regul decyzyj-
nych dla T. System S moze zostaé uzyty jako klasyfikator, w celu predykeji
wartoéci atrybutu decyzyjnego d dla n-tki @ = (a1,. .., an) wartosci atrybutéw
warunkowych fi,..., fn, w przypadku gdy @ nie jest wierszem z T. Regula de-
cyzyjna fi, = bt A .. A fi,, = by — t jest nazywana zrealizowang dla @ jesli
b1 = aiy,...,b;m = a;,, . Jezeli S nie zawiera regul, ktére sy zrealizowane dla a,
wéwcezas warto$é atrybutu d dla @ jest réwna najbardziej wspélnej decyzji dla T
Niech S zawiera reguly, ktére sa zrealizowane dla @ 1 ¢ niech bedzie minimalna
wartodcia d taka, ze liczba regul z S, ktére sa zrealizowane dla @ i maja ¢ z prawej
strony jest maksymalna. Wéwczas wartoéé d dla a jest réwna c.

Przycinanie

Kompletny system regut lub f-kompletny system regul dla malych wartosei 3,
stosowany jako klasyfikator moze byé przeuczony tzn. moze mieé dobra jakosé
klasyfikacji dla wierszy z T i niska jako$é klasyfikacji dla n-tek, ktére nie sa wier-
szamiw T". W celu poprawy tej sytuacjl mozna zastosowaé procedure przycinania
regul decyzyjnych.

Niech niezdegenerowana tablica decyzyjna T' bedzie podzielona na trzy nie-
zdegenerowane podtabele T, T, 1 Ts. Jedno z przedstawionych wezedniej podejéé
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moze zostaé wykorzystane do konstrukeji S-kompletnego systemu regul decyzyi-
nych dla Ty. Nastepnie, system ten moze zostaé uproszczony. Niech S bedzie
uzyskanym (-kompletnym systemem regul decyzyjnych dla Ti. Rozwazmy do-
wolna regule z S

Ju=aA...Afi, =an —t (3)

Dla j € {1,...,m}, badana jest podregula
fiy=a; NN fiy = am = (4)

reguly (3), gdzie t’ jest najbardziej wspolna decyzja dla podtabeli T{f,q). . .(f,,am),
7
P(T1(fi;,85)(fim,am)}

i mozna wyznaczy¢ niedokladnosé BT podreguly (4) wzgledem
tabeli T7. v
Niech 81 < B2 < ... < f4 beda wszystkimi réznymi niedokladnodciami

dla wszystkich podregul regul z S, ktére sa wieksze lub réwne . Dla kazdego
k € {1,...,q}, konstruowany jest system regul decyzyjnych Si. Dla dowolnej
reguly (3) z S, podregula (4) reguly (3) z maksymalnym j € {1,...,m} dla
ktérego niedokladnoéé (4) wynosi najwyzej O, jest dodawana do Sk.

Dla kazdego k € {1,...,q}, system regul decyzyjnych Sy jest stosowany jako
klasyfikator dla tabeli T3 i obliczna jest liczba blednych zaklasyfikowan. Jest to
liczba wierszy w T3 dla ktérych decyzja wyznaczona przez system Sy nie jest
réwna decyzji dolaczonej do rozwazanego wiersza.

Wybierane jest minimalne kg € {1,..., g}, dla ktérego system regul S, po-
siada minimalng liczbe blednych zaklasyfikowan. System ten Sy, jest traktowany
jako ostateczny klasyfikator. Jest on stosowany do tabeli T3 1 obliczna jest jego
jako$é klasyfikacji (liczba blednych zaklasyfikowan dla wierszy z tabeli T%).

Rozdzial ten byl po$wiecony rozwazaniom dotyczacym problemu nadzoro-
wanego uczenia: dla danej tablicy decyzyjnej T 1 n-tki § wartosci atrybutéw
warunkowych z T', kt6ra nie jest wierszem w 7', nalezy dokona¢ predykceji warto-
$ci atrybutu decyzjnego dla §. W tym celu konstruowany jest klasyfikator oparty
na regulach decyzyjnych. Inng mozliwo$cig jest pominiecie konstrukeji klasyfi-
katoréw i wykorzystanie informacji zawartych w T i § bezposrednio. W tym
przypadku, moga byé stosowane leniwe algorytmy uczenia oparte na regulach,
zaréwno deterministycznych (decyzyinych) jak i niedeterministycznych (wzbra-
niajacych) [23].

5.7 Lokalne podejscie dla badania drzew decyzyjnych i systeméw
regul

W tym rozdziale rozwazane jest lokalne podejscie do badania drzew decyzyjnych
i systeméw regul decyzyjnych, dla probleméw nad skoficzonymi i nieskoficzo-
nymi systemari informacyjnymi. Lokalne podejécie opiera sie na zalozeniu, Ze
tylko atrybuty zawarte w opisie problemu, zostang uzyte w drzewach decyzyj-
nych i systemach regul decyzyjnych rozwigzujacych ten problem. Istnieje takze
globalne podejécie, ktére opiera sig na zalozeniu, ze dowolne atrybuty z roz-
wazanego systemu informacyjnego moga zostaé uzyte w drzewach decyzyjnych
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i systemach regul decyzyjnych rozwiazujacych dany problem. Jednym z celéw te-
go rozdzialu jest poréwnanie zlozonoéci czasowej drzew decyzyinych i systeméw
regul decyzyjnych.

Podstawowe pojecia

Niech A bedzie niepustym zbiorem, B bedzie skoficzonym, niepustym zbiorem
zawierajacym przynajmniej dwa elementy i F' bedzie niepustym zbiorem funk-
¢ji odwzorowujacych A na B. Funkcje z F sa nazywane atrybutami, tréojka
U = (A, B, F) jest nazywana systemem informacyjnym. Je§li F jest skoficzo-
nym zbiorem, wéwczas U jest nazywany skoriczonym systemem informacyjnym.
Je$li F jest nieskoficzonym zbiorem, wéwczas U jest nazywany nieskoriczonym
systemem informacyjnym.

Problemem nad U jest dowolna (n + 1)-tka z = (v, f1,..., fn), gdzie v :
B" — w, w={0,1,2,...}, fi,...,fn € F. Liczba dimz = n jest nazywana
wymiarem problemu z. Problem z moze by¢ interpretowany jako problem zna-
lezienia wartodci z(a) = v(fi(a), ..., fo{a)) dla dowolnego a € A. W tej postaci
moga by¢ reprezentowane problemy zwiazane z rozpoznawaniem wzorcoéw, dys-
kretna optymalizacja, diagnostyka bledéw, geometria obliczeniows. Przez P(U)
jest oznaczany zbiér wszystkich probleméw nad systemem informacyjnym U.

Drzewa decyzyjne i systemy regul decyzyjnych sa rozwazane jako algorytmy
dla rozwigzania danego problemu.

Drzewo decyzyjne nad U jest skonczonym drzewem z korzeniem, kazdy wezel
koficowy ma przypisana liczbe z w, kazdy wezel niekotficowy (wezly takie na-
zZywane s, pracujgcymi) jest oznaczony przez atrybut z F, kazda krawedZ jest
oznaczona przez element z B. Krawedzie wychodzace z wezléw niekohcowych sa
oznaczone przez parami rézne elementy z B.

Niech I" bedzie drzewem decyzyjnym nad U. Kompletna Sciezka w I jest
dowolng sekwencja € = v1,d1, . . ., Vm, Am, Um+1 wezldw 1 krawedzi w I” taka, ze
vy jest korzeniem, v.,,41 jest wezlem koficowym oraz v; jest poczatkowym, viyq
jest kohAcowym wezlem krawedzi d;, dla i = 1,...,m. Teraz, zostanie zdefinio-
wany system réwnan S(€) i podzbiér A(E) zbioru A zwigzany z €. Jedli m = 0
wéwezas S(€) jest pustym systemem i A(£) = A. Niech m > 0, wezel v; bedzie
oznaczony przez atrybut fi, krawed? d; bedzie oznaczona przez element §; z B,
i=1,...,m. Woéwczas S(§) = {fi(x) = 1, ..., fm(x) = 6m} 1 A(€) jest zbiorem
rozwigzah S(€) z A.

Drzewo decyzyjne I" nad U rozwigzuje problem z nad U jedli, dla dowolnego
a € A, istnicje kompletna §ciezka £ w I' taka, ze a € A(€) 1 wezel koficowy
w 4ciezce £ ma przypisana liczbe z(a).

Dla drzew decyzyjnych, jako miara zlozonosci czasowej, rozwazana jest gle-
bokosé drzewa. Jest to maksymalna liczba niekoficowych weziéw w kompletnej
$ciezce w drzewie. Gleboko$é drzewa decyzyjnego I” jest oznaczana przez h{I).

Regulq decyzyjng nad U jest dowolne wyrazenie postaci fi= GA...Afn=
dm— 0, gdzie f1,...,fm € F, 61,...,0m € B 1o € w. Regula ta jest oznaczana
przez . Liczba m jest diugoscig reguly po. Teraz, zostanie zdefniowany system
réwnan S{p) i podzbiér A(g) zbioru A zwiazany z p. Jesli m = 0 wéwezas S(p)
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jest pustym systemem i A(g) = A. Niech m > 0. Wowczas S(o) = {fi(z) =
81y oy fm(x) = 6m} 1 A(p) jest zbiorem rozwiazan S{p) z A. Liczba o jest
nazywana prawgq strong reguly o.

System regul decyzyjnych nad U jest niepustym, skoficzonym zbiorem regul
decyzyjnych nad U. Niech S bedzie systemem regul decyzyjnych nad U i z bedzie
problemem nad U. System regul decyzyjnych S jest nazywany kompletny dla
problemu z jesli, dla dowolnego a € A, istnieje regula g € § taka, ze a € A(p)
i dla kazdej reguly o € S takiej, ze a jest rozwiazaniem z S(p), prawa strona
reguly o jest réwna liczbie z(a).

Dla systeméw regul decyzyjnych, jako miara zlozonosci czasowej, rozwaza-
na jest maksymlana dlugo$é L(S) reguly z systemu S. Miara L(S) moze byé
okre$lana jako glebokosé systemu regut decyzyinych S.

Badanie drzew decyzyjnych i systeméw regul decyzyjnych dla problemu z =
W, f1y- .-, fn), W sytuacji kiedy drzewa i reguly uzywaja tylko atrybutéw ze zbio-
ru {f1,..., fn}, opiera sie na badaniu tablicy decyzyjnej T'(z) zwiazanej z pro-
blemem z. Tabela T'(z) posiada n kolumn, ktére zawieraja elementy z B. Wiersz
(61,...,0r) jest zawarty w tabeli T'(z) wtedy i tylko wtedy, jesli system réwnan
{filz) = 61,..., falz) = 6n} jest kompatybilny z A (posiada rozwigzanie ze
zbioru A). Wiersz ten jest oznaczony przez liczbe v(61,...,8,). Dlai=1,...,n,
i-ta kolumna jest oznaczona przez atrybut f;. Wiadomo, ze drzewo decyzyjne
nad T'(z) rozwiazuje problem z wtedy i tylko wtedy, jesli drzewo to jest drze-
wem decyzyjnym dla T'(z). Wiadomo takze, ze system regul decyzyjnych nad
T(z) jest kompletny dla problemu z wtedy i tylko wtedy, jesli system ten jest
kompletnym systemem regul decyzyjnych dla T'(2).

Jesli rozwazane sg dodatkowe atrybuty fo+1s-. - fatm, wOWczas mozna ba-
daé nowy problem 2" = (i, f1, .-, fa, fnt1s -« fnem) taki, Ze p(zy1, . ., Tnpm) =
v(z1,...,Zn), i odpowiadajaca mu tablice decyzyjna T'(z').

Lokalne podejscie do badania drzew decyzyjnych i systeméw regul

Niech U= (4 B,F) bedzie systemem informacyjnym. Dla problemu z= @, fi,- . ., /)
nad U, przez hl;(z) jest oznaczana minimalna glgbokoé¢ drzewa decyzyjnego
nad U, ktére rozwiazuje problem z i wykorzystuje tylko atrybuty ze zbioru

{f1, .+ fa} Przez L}, () jest oznaczana minimalna glgbokosé¢ kompletnego sys-
temu regul decyzyjnych dla z, system ten wykorzystuje tylko atrybuty ze zbioru
{f1,+-; fn}- W tej czesci rozdzialu zostang przedstawione powigzania pomigdzy

parametrami hl;(2), L (2) i dim 2. W zwiazku z tym, funkcje bl : w\ {0} — w
i LYt w\ {0} — w, sa definiowane nastgpujaco:

L (n) = max{h;(2) : z € P(U),dim 2 < n},
LY (n) = max{L(2) : 2 € P(U),dim z < n}

dla dowolnego n € w\{0}, gdzie P(U) jest zbiorem probleméw nad U. Funkcje hl,
i LlU sa nagywane lokalnymi funkcjami Shannona dla systemu informacyjnego U.
Korzystajac z Wniosku 3 mozna uzyskaé L (n) < hi(n) dla dowolnego n €

w {0}.
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System informacyjny U = (A4, B, F) spelnia warunek redukcji z parame-
trem m € w\ {0}, jesli dla kazdego kompatybilnego z A systemu réwnafd
{filz) =01,..., fr(z) =6,}, gdzler € w\ {0}, f1,....fr € Fi6,...,0, € B,
istnieje podsystem tego systemu, ktéry posiada taki sam zbiér rozwiazan i za-
wiera najwyzej m réwnaf. System informacyjny U = (A4, B, F) spelnia warunek
redukcyi, jesli spelnia warunek redukeji z parametrem m dla pewnego m € w\{0}.

W ponizszym twierdzeniu rozwazane sa kryteria zachowan lokalnej funkcji
Shannona hlU.

Twierdzenie 25. ([26]) Niech U bedzie systemem informacyjnym. Wowczas
zachodzi:

a) jesli U jest skoticzonym systemem informacyjnym wéwczas hi;(n) = O(1);

b) jesli U jest nieskoriczonym systemem informacyjnym, ktéry speinia waru-
nek redukcji wéwezas h;(n) = O(logy n);

c) jesli U jest nieskoriczonym systemem informacyjnym, ktéry nie spelnia
warunku redukcji wéwczas hi;(n) = n dla kazdego n € w\ {0}.

Zostalo udowodnione, ze istnieja tylko dwa typy zachowan lokalnej funkeji
Shannona Li;.

Twierdzenie 26. Niech U = (A, B, F) bedzie systemem informacyjnym. Wow-
czas zachodzi:

a) jesli U jest skoriczonym systemem informacyjnym wéwezas L (n) = O(1);

b) jesli U jest nieskoniczonym systemem informacyjnym, kitdéry speinia waru-
nek redukcji wéwczas L, (n) = O(1);

c) jesli U jest nieskoriczonym systemem informacyjnym, ktéry nie speinia
warunku redukcji wéwezas L (n) =n dla kazdego n € w \ {0}.

Ograniczone binarne systemy informacyjne

Jesli B = {0,1} wéwczas system informacyiny U = (4, B, F) jest nazywany
binarny. Binarny system informacyjny U = (A4, {0,1}, F) jest nazywany ogra-
niczony, jedli spelnia warunek redukeji. Niech U = (A4, {0, 1}, F) bedzie ogra-
niczonym binarnym systemem informacyjnym, ktéry spelnia warunek redukcji
z parametrem m € w \ {0}. Niech z = (v, f1,..., fn) bedzie problemem nad U
i T(z) bedzie tablica decyzyjna odpowiadajaca temu problemowi.

Korzystajac z wynikéw w [32], mozna pokazad, ze

ISEP(T(2))| < 2™n™ +1, (5)

gdzie SEP(T(z)) jest zbiorem wszystkich separowalnych podtabel tabeli T(z)
wihacznie z tabela T(z).

Z (5) oraz z Twierdzenr 16 i 24 wynika, ze algorytmy dla dokladnej opty-
malizacji regul decyzyjnych i S-regul decyzyjnych (algorytmy V i Vj) posia-
daja dla tabel T'(z) wielomianowa zlozonoéé czasowa zalezng od dimz. W [32]
pokazano, ze je§li U nie jest ograniczonyin systemem informacyjnym, wéwczas
dla dowolnej liczby naturalnej n istnieje problem z nad U taki, ze dimz < n
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1 |SET(T(z))| » 2. Wspomuiane fakty przyczynily sie do zainteresowania ba-
daniem ograniczonych systeméw informacyjnych.

Ponizej beda rozwazane ograniczone binarne liniowe systemy informacyjne.
Niech P bedzie zbiorem wszystkich punktéw na plaszczyZnie i [ bedzie linia pro-
sta (w skrécie linig) na plaszczyZznie. Linia ta dzieli plaszczyzne na dwie otwarte
poiplaszeyzny Hy i Hy oraz linie [. Dwa atrybuty odpowiadajq linii [. Pierwszy
atrybut przyjmuje wartos$é 0 dla punktéw z Hy 1 wartodé 1 dla punktéw z Ha i .
Drugi atrybut przyjmuje warto$é 0 dla punktéw z Hy 1 wartoéé 1 dla punktow
z Hy il. Przez L jest oznaczany zbiér wszystkich atrybutéw odpowiadajacych
liniom na plaszczyZnie. Systemy informacyjne typu (P, {0,1}, F), gdzile F C L,
sa nazywane binarnymi liniowyms systemmami informacyjnymi na plaszczyinie.
Ponizej zostana opisane wszystkie ograniczone binarne liniowe systemy informa-
cyjne na plaszczyznie.

Niech [ bedzie linia na plaszczyznie. Przez L£(I) jest oznaczany zbidr wszyst-
kich atrybutéw odpowiadajacych liniom, ktére sa réwnolegte do {. Niech p bedzie
punktem na plaszczysnie. Przez L(p) jest oznaczany zbiér wszystkich atrybu-
t6w odpowiadajacych liniom, ktére przechodza przez punkt p. Zbiér atrybutéw
C z L jest nazywany klonem jesli C C L(I) dla pewnej linii { lub C C L(p) dla
pewnego punktu p. Dowdd ponizszego twierdzenia znajduje sie w [31].

Twierdzenie 27. Binarny lniowy system informacyjny nae plaszczyinie
(P,{0,1}, F) jest ograniczony wtedy i tylko wiedy jesli F jest sumq skoriczonej
liczby klonow.

Lokalne funkcje Shannona dla skorficzonych systeméw informacyjnych

Twierdzenia 25 i 26 daja pewna informacje odnosnie zachowania lokalnych funk-
¢ji Shannona dla nieskoficzonych systeméw informacyjnych. Dla skoficzonego
systemu informacyjnego U, istnieja tylko powiazania hi;(n) = O(1) 1 Lt (n) =
O(1). Niemniej jednak, skoficzone systemy informacyjne sa wazne z punktu wi-
dzenia réznych zastosowan.

Ponizej zostanie zbadane zachowanie lokalnych funkejii Shannona dla dowol-
nego skoficzonego systemu informacyjnego U = (A4, B, F) takiego, ze f & const
dla dowolnego f € F.

Zbi6r {fy,. . . fo} C F jest nazywany zbedny jesli n > 2 i istnieje ¢ € {1,.. .0}
iu: Bl B takie, ze fi(a) = uf1(a). ... fi-1(a)fir1(a)....fn(a)), dla kazdego
a € A. Jesli zbidr {f1,..., fn} nie jest zbedny, wéwczas jest nazywany niezbedny.
Przez ir(U) jest oznaczana maksymalna liczba atrybutéw w niezbednym pod-
zbiorze zbioru F.

Systemem réwnari nad U to dowolny system

{fi(x) =01, fu(z) = 6} (6)
taki, ze n € w\ {0}, f1,.--,fn € F 161,...,8, € B. System (6) jest nazy-

wany anulowalny jesli n > 2 i istnieje liczba 7 € {1,...,n} taka, Ze system
{filz) = b1,..., fic1(2) = ic1, fixa(x) = Giy1,..., fn(2) = dn} posiada ten
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sam zbidr rozwiazah jak system (6). Jeli system (6) nie jest anulowalny wéw-
czas jest nazywany nieanulowalny. Przez un(U) jest oznaczana maksymalna licz-
ba réwnan w nieanulowalnym kompatybilnym systemie nad U. Mozna pokazaé,
ze 1 <un{l) <itlU). Twierdzenie 28 wynika bezpoérednio z [28].

Twierdzenie 28. Niech U = (A, B, F) bedzie skoriczonym systemem informa-
cyjnym takim, e f % const dla dowolnego f € F in € w\ {0}. Wdwczas
zachodzi:

a) jesli n < un(U) wéwezas hi;(n) = n;

b) jesli un(U) < n < ix(U) wéwezas

max{un(U),log,(n+ 1)} < At (n) < min{n, 2(un(U))? log, (2kn + 2)},

gdzie k = |B|;
¢) jesli n > ir(U) wéwczas ht;(n) = bl (ir(U)).

Twierdzenie 29 zostato uzyskane na podstawie wynikéw wmieszczonych w [28]
dla niedeterministycznych drzew decyzyjnych.

Twierdzenie 29. Niech U = (A, B, F) bedzie skoviczonym systemem informa-
cyjnym takim, ze f £ const dla dowolnego f € F,n € w\{0}. Wowczas zachodzi:
a) jesli n < un(U) wéwezas L (n) = n;
b) jesli n > un(U) wéwczas LY (n) = un(U).

Problem wyznaczenia wartosci un(U) i un(U) dla danego skoticzonego syste-
mu informacyjnego jest skomplikowanym problemem. Jednak uzyskane wyniki
pozwalaja znacznie ograniczyé klase mozliwych typdéw lokalnych funkeji Shan-
nona dla skoficzonych systeméw informacyjnych.

Przyktad 2. Przez P jest oznaczany zbiér wszystkich punktéw na plaszczyznie.
Rozwazmy dowolng linie prosta [, ktéra dzieli plaszezyzne na pozytywna i nega-
tywna pdlptaszezyzne i linig I. Do linii [ przypisana jest funkcja f: P — {0,1}.
Funkcja f przyjmuje wartoéé 1, jesli punkt znajduje sie na pozytywnej péi-
plaszczyZnie i wartos$é 0, jesli punkt znajduje sie na negatywnej pbiptaszczyéZnie
lub na linii [. Przez F jest oznaczany zbiér funkeji, ktére odpowiadaja pew-
nemu r wzajemnie rozlacznych skonczonych klas réwnoleglych linii prostych.
Rozwazajac skoficzony system informacyjny U = (P,{0,1}, F) mozna pokazaé,
ze ir(U) = [F| i un(U) < 2r.

Globalne podejscie do badania drzew decyzyjnych i systeméw regul, w szcze-
gblnodci, globalne funkcje Shanona dla nieskoficzonego systemu informacyjnego,
byly rozwazane w pracy [29]. Globalne funkcje Shanona dla binarnych skoficzo-
nych systeméw informacyjnych byly badane w pracy {27] - dla drzew decyzyjnych
oraz podczas wykladu plenarnego [40] - dla regul decyzyjnych.
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5.8 Drzewa decyzyjne i reguly nad liniowymi systemami
informacyjnymi

W tym rozdziale zostang przedstawione drzewa decyzyine i systemy regul de-
cyzyjnych nad liniowymi systemami informacyjnymi oraz ich zastosowanie dla
probleméw optymalizacji kombinatorycznej.

Kazdy problem nad liniowym systemem informacyjnym moze zostaé przed-
stawiony w nastepujacej formie. Rozwazmy skohczona liczbe hiperplaszczyzn
w przestarzeni IR™. Hiperptaszczyzny dziela dana czeéé przestrzeni C C R™
na dziedziny. Dziedziny te sg ponumerowane tak, ze rézne dziedziny moga mieé
ten sam numer. Dla danego punktu z C, nalezy rozpoznaé numer dziedziny do
ktérej tej punkt nalezy. Drzewa decyzyjne i reguly decyzyjne nad rozwazanym
systemem informacyjnym uzywaja atrybutéw postaci sign (3_1v, ai%; + Gma1)-
Atrybuty te pozwalaja rozpoznaé pozycje punktu wzgledem hiperplaszczyzny
zdefiniowanej przez réwnanie Y .-, a;T; + am41 = 0. Przez Lin(m) jest ozna-
czany zbiér wszystkich takich atrybutéw (atrybuty te sa nazywane lintowyms).
Wynikiem jest liniowy system informacyjny (C,{-1,0 + 1}, Lin(m)). Badany
jest specjalny rodzaj liniowych systeméw informacyjnych UJ* = (Cp*, {~1,0 +
1}, Lin{m)), gdzie p jest pozytywna liczba rzeczywista i Cp* jest zbiorem roz-
wigzafi w R™ systemu {-p < 1 <p,...,—p < Tm < p}.

Gérne granice glebokodci drzew decyzyjnych i kompletnych systeméw regul
decyzyjnych nad UJ* sa rozwazane w ponizszym twierdzeniu.

Twierdzenie 30. Niech m 2> 2 i p > 0. Wdéwczas dla dowolnego problemu
z € P(U) zdimz > 2, istnieje:

a) drzewo decyzyjne I' nad U, ktdre rozwigzuje problem z i dla ktdrego
M) < 2(m + 1) logy (dim z + 2m);

b) system regut decyzyjnych S nad Up*, ktéry jest kompletny dla z 1 dla
ktérego L(S) < m+ 1.

Ponizej zostal przedstawiony przyklad problemu optymalizacji uwzgledniajac
nastepujace ograniczenia: wejécia naleza do zbioru Cy* dla pewnego naturalnego
m i pozytywnej liczby rzeczywistej p.

Przyklad 3. Problem komiwojazera (n-City traveling salesman problem.) Niech
n bedzie liczba naturalna, n > 4, G, bedzie kompletnym nieskierowanym gra-
fem z n wierzcholkami. Niech kazda krawedZ G, bedzie oznaczona przez licz-
be rzeczywisty a; taka, ze —p < a; < p. Liczba ta jest interpretowana jako
dlugoéé krawedzi e. Nalezy znalezé cykl Hamiltona w G, o minimalnej diugo-
$ci. Problem ten moze byé przedstawiony jako problem z, nad liniowym syste-
mem informacyjnym Up* = (CJ*, {~1,0 + 1}, Lin(m)), gdzie m = (n(n — 1))/2
idim z, < ((n—1)!/2)%. Z Twierdzenia 30 wynika, ze istnieje drzewo decyzjne I,
nad U™, ktére rozwiazuje zp i dla ktérego h(I%) < 4n'log, n. Z Twierdzenia 30
wynika, ze istnieje system regut decyzjnych S nad UZ", ktéry jest kompletny dla
2 1 dla ktérego L(S,) < (n(n —1)/2) + 1.
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6 Rozszerzenia podejscia opartego na dynamicznym
programowaniu dla analizy i optymalizacji regut
decyzyjnych

Rozdzial ten przedstawia wyniki badan na podstawie czterech artykuléw [9, 10,
65, 70]. Opisana tematyka dotyczy podejécia opartego na dynamicznym progra-
mowaniu dla optymalizacji regul decyzyjnych. Rozdzial ten zawiera trzy czesci.
W czescl pierwszej (rozdzial 6.1) przedstawione zostaly algorytmy dla sekwencyj-
nej optymalizacji regul decyzyjnych, m.in. wzgledem dlugosci i pokrycia. W cze-
$ci drugiej (rozdzial 6.2) przedstawiona zostala modyfikacja opisanych wczeéniej
algorytméw. Zaproponowany algorytm jest mniej ztozony i pozwala konstruowaé
reguly, ktérych pokrycie jest bliskie wartodciom maksymalnym. Trzecia czesé
(rozdzial 6.3) poswigcona jest analizie powiazani pomiedzy pokryciem a dlugo-
$cig regul i systeméw regul.

6.1 DPodejicie oparte na dynamicznym programowaniu dla
sekwencyjnej optymalizacji regul decyzyjnych

Rozdzial ten po$wiecony jest badaniu rozszerzeh podejécia opartego na dyna-
micznym programowaniu, ktére pozwalaja na sekwencyjna optymalizacje przy-
blizonych regul decyzyjnych, m.in. wzgledem dlugosci i pokrycia, na podstawie
pracy [9]. W artykule [70] rozwazana jest sekwencyjna optymalizacja wzgledem
kombinacji funkeji kosztu: dlugosé, pokrycie, liczba blednych zaklasyfikowan.

Aby pracowaé z regulami przyblizonymi zostala uzyta miara niepewnosci
P(T), ktéra jest liczba nieuporzadkowanych par wierszy o réznych decyzjach
w tablicy decyzyjnej T. Dla nieujemne]j liczby rzeczywistej 3, badane sa G-reguly
decyzyjne, ktére lokalizuja wiersze w podtabelach tabeli T, dla kt6érych miara
niepewnosci wynosi najwyzej 8. Zaproponowany algorytm konstruuje skierowany
graf acykliczny Ag(T"), ktérego wierzchotkami sa podtabele tablicy decyzyjnej
T opisane przez system réwnan postaci “atrybut = warto$é¢”. Algorytm koficzy
podzial tabeli na podtabele, kiedy niepewnoéé podtabeli wynosi najwyzej 3.

Graf Ag(T) pozwala opisaé caly zbidr tzw. nieredukowalnych S-regul de-
cyzyjnych. Mozna opisaé wszystkie nieredukowalne f-reguly decyzyjne o mini-
malnej diugosci, a nastepnie wérdd nich opisaé wszystkie reguly o maksymalnym
pokryciu. Mozna takze zmienié porzadek optymalizacji. W tym rozdziale zostaly
takze przedstawione wyniki eksperymentéw.

Podstawowe pojecia

Dla wygody czytenika zostang powtérzone pewne definicje zwiazane z tablica-
mi decyzyjnymi. Nalezy zauwazyé, ze w tym rozdziale zostanie przedstawiona
nieznacznie zmodyfikowana definicja f-regud decyzyjnych.

Tablica decyzyjna T jest tabela zawierajacan kolumn oznaczonych przez atry-
buty warunkowe fi,. .., fn Wiersze tabeli sa wypelnione przez nieujemne liczby
calkowite interpretowane jako wartoéci atrybutéw warunkowych. Wiersze tabeli
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T sa parami rézne 1 do kazdego wiersza jest przypisana nieujemna liczba catko-
wita (decyzja), ktéra jest interpretowana jako warto$¢ atrybutu decyzyjnego.

Przez N(T) jest oznaczana liczba wierszy w tabell T. Przez P(T) jest ozna-
czana liczba nieuporzadkowanych par wierszy o réznych decyzjach. Wartosé ta
jest interpretowana jako niepewnosc tabeli T. Tabela T jest zdegenerowana, je-
$li T jest pusta lub wszystkie wiersze z T sa oznaczone przez ta sama decyzje.
Oczywiscie, w tym przypadku P(T") = 0. Minimalna warto$¢ decyzji przypisana
do maksymalnej liczby wierszy w T jest nazywana nagbardziej wspélng decyzjq
dla T.

Niech fi,,. .+, fi. € {f1,- s fa}iai,...,anm beda nieujemnymi liczbami cal-
kowitymi. Przez T'(fi,,a1) - .. (fi,., am) jest oznaczana podtabela tabeli T', ktéra
zawiera tylko takie wiersze z T, ktére posiadaja liczby a1, ..., am na przecieciu
z kolumnami f;,,..., fi,.. Takie podtabele (wlaczajac tabele T) sa nazywane
separowalnymi podtabelami tabeli T.

Przez E(T) jest oznaczany zbidr atrybutéw z {fi,..., fn}, ktére nie sg stale
w T (posiadaja przynajmniej dwie rézne wartosci). Dla dowolnego f; € E(T),
przez E(T, f;) jest oznaczany zbidér wartodci atrybutu f; w T'.

Wyrazenie

fu=aiA. . Afi, =am—d (7)

jest nazywane regulq decyzying nad T, jedli fi,, ..., fi. €4f1, -1 fuf Q150 - ,Qmd
sa nieujemnymi liczbami catkowitymi. Mozliwe jest, ze m = 0, wéwczas regu-
la (7) jest réwna — d.

Niech © = (b1,...,bs) bedzie wierszem tabeli T. Regula (7) jest zrealizo-
wana dla r, jedli a; = b;,,...,am = b;,,. Jesli m = 0 wéwczas regula (7) jest
zrealizowana dla dowolnego wiersza z 7.

Niech 3 bedzie nieujemna liczba rzeczywista. Regula (7) jest S-prawdziwa
dle T, jesli d jest najbardziej wspdlna decyzja dla T7 = T'(fi,,a1) ... (fi,., am)
i P(T') < 8. Jedli m = 0, wéwezas regula (7) jest S-prawdziwa dla T, jesli d jest
najbardziej wspélna decyzja dla T i P(T) < S.

Jesli regula (7) jest B-prawdziwa dla T 1 zrealizowana dla r, wéwczas regu-
ta (7) jest B-regutq decyzyjng dla T i r. Nalezy zauwazyé¢, jesli § = 0 wéwczas
jest to dokladna regula decyzyjna dla 71 7.

Nieredukowalne B-reguly decyzyjne

Niech (7) bedzie regula decyzyjna nad T. Regula (7) jest nazywana niereduko-
walng B-regula decyzyjna dla T i r jedli (7) jest O-regula decyzyjna dla T i r
i spelnione sa warunki, jesli m > O:

(i) fu €E(T),ijedlim>1 to fi, e E(T(fy,a1) - (fiy,a51) dlaj=2,...,m;
(ii) jesli m=1to P(T)>B ijesli m>1to P(T(fi;,a1) .. (fim—1sam-1))>pB.

Niech 7 bedzie regula decyzyjng nad T i 7 bedzie réwne (7). Liczba m de-
skryptoréw po lewej stronie reguly 7 jest nazywana dlugoscig reguly i jest ozna-
czana jako [(7). Je§li m = 0, wéwczas diugosé reguly 7 jest réwna 0. Pokrycie
reguly 7 to liczba wierszy w tabeli T', dla ktérych 7 jest zrealizowana i ktére maja
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przypisana decyzje d. Pokrycie reguly 7 jest oznaczane przez (7). Jesli m = 0,
woéwezas pokrycie reguly decyzyjnej T jest réwne liczbie wierszy w T, ktére ma-
ja przypisana decyzje d. Liczba blednych zaklasyfikowan (pomylek) reguty 7 to
liczba wierszy w tabeli T, dla ktérych 7 jest zrealizowana i ktére maja przypisa-
ng decyzje inna niz d. Liczba pomylek reguly 7 jest oznaczana przez p(7). Jedli
m = 0, wowczas liczba pomylek reguly decyzyjnej 7 jest réwna liczbie wierszy
w T, ktére maja przypisana decyzje inng niz d.

Twierdzenie 31. Niech T bedzie niepustq tablicq decyzyjng, v bedzie wierszem
tabeli T i T bedzie B-reguly decyzyjng dla T 1 v, ktéra nie jest nieredukowal-
na. Wéwczas w wyniku usuniecia pewnych deskryptordw z lewej strony regu-
ty T i zmiany decyzji wystepujgcej po prawej stronte reguly T, moina uzyskad
nieredukowealng B-requle decyzyjng irr(r) dla T i r takq, zZe l(irr(7)) < (1)
i clirr(T)) = e(r).

Niestety, nie mozna uzyskaé podobnych wynikéw dla liczby blednych zaklasyfi-
kowan.

Skierowany graf acykliczny Ag(T)

Ponizej zostal przedstawiony algorytm, ktéry konstruuje graf Ag(T). Na pod-
stawie tego grafu mozna opisaé zbiér nieredukowalnych G-regul decyzyjnych dla
T i dla kazdego wiersza r w T. Wierzcholtkami grafu sa separowalne podtabele
tabeli T° (zobacz Algorytm 4).

Graf Ag(T) jest skierowanym grafem acyklicznym. Wierzcholek grafu jest
nazywany koricowy, jedli nie wychodza z niego zadne krawedzie. Nalezy zauwazyé,
ze wierzcholek © jest koficowy w grafie Ag(T') wtedy i tylko wtedy, jesli PO) <A

W dalszej czesci rozdzialu zostana opisane procedury optymalizacji grafu
Ag(T). Wynikiem pracy procedury optymalizacji jest graf I', ktéry zawiera ten
sam zbiér wierzcholkéw 1 krawedzi jak graf Ag(T). Régnicy jest to, ze dowolny
wiersz r w kazdym niekoficowym wierzcholku © w grafie I' ma przypisany nie-
pusty zbidr atrybutéw Ep(@,r) C E(O), ktéry moze si¢ r6znié od E(O). Jest
takze mozliwe, ze I' = Ag(T).

Ponizej, dla kazdego wierzcholka © w grafie I' i dla kazdego wiersza r wierz-
chotka @, zostanie opisany zbiér regul Rulp(©,r). W tym celu nalezy przecho-
dzi¢ w grafie I" zaczynajac od koncowych wierzchotkdéw grafu, do wierzchotka T'.

Niech © bedzie koncowym wierzchotkiem w grafie I i d bedzie najbardziej
wspdlng decyzja dla ©. Wowczas Rulp(O,r) = {— d}.

Niech teraz © bedzie niekoficowym wierzcholkiem w grafie I takim, ze dla
kazdego potomka ©’ wierzchotka @ i dla kazdego wiersza r’ tabeli &', zbiér
regul Rulp(©’,r') zostal zdefiniowany. Niech r = (b1,...,b,) bedzie wierszem
tabeli ©. Dla dowolnego atrybutu f; € Ep(0,r), jest definiowany zbiér regul
Rulp(©,7, fi): Rulpr(O,r, fi) ={fi=biAv—s:v—s € Rulr(O(fi,b;),7)}.
Wéwezas Rulp(©,r) = UfieEr(e,r) Rulr(©,r, fi).

Twierdzenie 32. Dla kazdego wierzcholka © w grafie Ag(T) i dla kazdego wier-
sza T tabeli ©, 2bidr Rulay(T) (©,r) jest réwny zbiorowi wszystkich niereduko-
walnych B-requt decyzyjnych dla © ir.
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Algorytm 4: Algorytm dla konstruowania grafu Ag(T)

‘Wejscie: Tablica decyzyjna T zawierajaca atrybuty fi,..., fa, nieujemna
liczba rzeczywista .

Wyjscie: Graf Ag(T).
Skonstruuj graf zawierajacy pojedynczy wierzcholek T, ktéry nie jest oznaczony
jako “przetworzony”;
while wszystkie wierzcholki grafu nie sq oznaczone jako “przetworzone” do
Wybierz wierzchotek (tabelg) @, ktéry nie zostal jeszcze “przetworzony”;
if P(©) < f then

| Badany wierzchotek jest oznaczany jako “przetworzony”;
end
if P(©) > 3 then
Dla kazdego atrybutu f; € E(®), rysowana jest wigzka krawedzi
wychodzacych z wierzchotka ©.
Niech E(O, f) = {1, - .,bs}, wowczas rysowanych jest ¢ krawedzi
wychodzacych z wierzchotka ©. Krawedzie te sa oznaczane odpowiednio
parami (f;, b1),. . .,(fi, by) Krawedzie te wchodza do wierzchotkéw
O(fi,b1);...,0(fi,be). Jesli jakie§ wierzcholki O(fi,b1),...,O(fi,bt) nie
istnieja w grafie, wéwczas sg dodawane do grafu. Kazdemu wierszowi r
tabeli © zostaje przypisany zbiér atrybutéw Ea,r)(0,r) = E(O).
Wierzcholek @ jest oznaczany jako “przetworzony”;
end
end
return Graf Ag(T);

Procedura optymalizacji wzgledem dlugosci I

Wykonujac procedurg optymalizacji grafu I" wzgledem dlugoéci nalezy przecho-
dzié od konicowych wierzchotkéw grafu, do wierzcholka T. Kazdy wiersz r kazdej
tabeli © bedzie mial przypisana liczbe Opth-(©,7), ktéra oznacza minimalna
dlugoéé B-reguty decyzyjnej ze zbioru Rulr(©,r) i zostanie zmieniony zbidr
Er(O©,r) przypisany do wiersza r w @, jesli © jest niekoficowym wierzcholkiem
w grafie I". Uzyskany graf jest oznaczany przez I,

Niech @ bedzie koficowym wierzchotkiem w grafie I'. Wéwczas, do kazdego
wiersza 7 tabell @ jest przypisywana liczba Optlp(@, r) = 0.

Niech © bedzie niekonicowym wierzchotkiem w grafie I' i wszyscy potomkowie
© zostali przetworzeni. Niech r = (by, ..., b,) bedzie wierszem tabeli @. Do wier-
sza T w tabeli © jest przypisywana liczba Opth (9, 1) = min{OptH(O(fi, b;), ) +
1: fi € Ep(O©,7)} i zbiér Eri(O,7) = {fi : fi € Er(©,r), OptH(O(fi,bi), ) +
1 = Opth(O,1)}.

Twierdzenie 33. Dla kazdego wierzcholka © w grafie I'* i dla kazdego wiersza
r w O, zbidr Rulp(O,1) jest réwny zbiorowi wszystkich [-regul decyzyjnych
o minimalnej dlugosci ze zbioru Rulp(©,r).
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Procedura optymalizacji wzgledem pokrycia ¢

Wykonujac procedure optymalizacji grafu I wzgledem pokrycia nalezy przecho-
dzi¢ od koacowych wierzchotkéw grafu, do wierzchotka T'. Kazdy wiersz r kazdej
tabeli © bedzie mial przypisana liczbe Opt&(©, 1), ktbéra oznacza maksymalne
pokrycie f-reguly decyzyjnej ze zbioru Rulp(@,r) i zostanie zmieniony zbiér
Er(©,r) przypisany do wiersza r w O, jeSli © jest niekoficowym wierzcholkiem
w grafie I'. Uzyskany graf jest oznaczany przez I°.

Niech © bedzie koficowym wierzcholkiem w grafie I' i d bedzie najbardzie]j
wspblng decyzja dla @. Wéwezas, do kazdego wiersza r tabeli © jest przypi-
sywana liczba Opt$.(@,r), ktbra jest réwna liczbie wierszy w ©, ktére maja
przypisana decyzje d.

Niech @ bedzie niekoticowym wierzchotkiem w grafie I 1 wszyscy potomkowie
O zostali przetworzeni. Niech r = (b1, .. ., b, ) bedzie wierszem tabeli &. Do wier-
sza r w tabell © jest przypisywana liczba Opt$(0, r) = max{Opt-(O(fi, bi),r) :
fi € Ep(@,1)} 1 zbiér Er-(0,7) = {fi : fi € Er(©,7),Opta{O(fi, b:),7) =
Opt$-(©,7)}.

Twierdzenie 34. Dla kaidego wierzcholka © w grafie I'° i dla kaZdego wiersza
r w O, zbidr Rulr-(©,r) jest réwny zbiorowi wszystkich B-regul decyzyjnych
o maksymalnym pokryciu ze zbioru Rulp(©,r).

Procedura optymalizacji wzgledem liczby blednych zaklasyfikowahi u

Wykonujac procedure optymalizacji grafu I” wzgledem liczby blednych zaklasy-
fikowan nalezy przechodzié od koficowych wierzchotkéw grafu, do wierzcholka T'.
Kazdy wiersz r kazdej tabeli © bedzie mial przypisana liczbe Optf.(©, r), ktéra
oznacza minimalna liczbe blednych zaklasyfikowan S-reguly decyzyjnej ze zbioru
Rulp(©,r) i zostanie zmieniony zbiér Er (O, ) przypisany do wiersza r w O, je-
$li @ jest niekohicowym wierzchotkiem w grafie I'. Uzyskany graf jest oznaczany
przez I'H.

Niech © bedzie koncowym wierzcholtkiem w grafie I i d bedzie najbardziej
wspblna decyzja dla ©. Wowcezas, do kazdego wiersza r tabeli © jest przypi-
sywana liczba Opt/:(©,7), ktéra jest réwna liczbie wierszy w ©, ktére maja
przypisana decyzje inna niz d.

Niech © bedzie niekoficowym wierzcholkiem w grafie I' i wszyscy potomkowie
O zostali przetworzeni. Niech r = (b1, ..., b, ) bedzle wierszem tabeli ©. Do wier-
sza W tabeli © jest przypisywana liczba Optf(©,7) = min{Opti.(O(f;, b:), ) :
fi € Er(©,7)} izbidr Eru(O,r) = {fi : fi € Er(0,r),0pt(O(f;, b:),7) =
Opth(©,7)}.

Twierdzenie 35. Dia kazdego wierzcholka © w grafie I'* i dla kazdego wiersza
r w ©, zbidr Rulp.(©,r) jest réwny zbiorowi wszystkich B-regul decyzyjnych
o minimalnej liczbie blednych zaklasyfikowar ze zbioru Rulp(©,r).
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Sekwencyjna optymalizacja i calkowicie optymalne reguly

Twierdzenia 33, 34 i 35 pokazuja, ze mozna wykonaé sekwencyjna optymalizacje
wzgledem dlugosci I, pokrycia ¢ i liczby blednych zaklasyfikowan p. Mozna zna-
lezé wszystkie nieredukowalne S-reguly decyzyjne o minimalnej dlugoéci, a na-
stepnie miedzy nimi mozna znalezé wszystkie reguly o maksymalnym pokryciu,
a miedzy nimi mozna znalezé wszystkie reguly o minimalnej liczbie blednych
zaklasyfikowan. Mozna takze zmienié¢ porzadek optymalizacji i badaé¢ dowolny
zbiér tych funkceji kosztu.

Niech F bedzie jednym z tych zbioréw {l, ¢, u}, {l,¢, }, {l, 1} 1 {c, u}. Niere-
dukowalna f-regula decyzyjna = dla T' i r jest nazywana calkowicie optymalna
wzgledem funkcji kosztu z F jedli dla kazdej funkcji kosztu f € F', wartoéé f(7)
jest minimalna jesli f € {l, u} lub maksymalna jesli f = ¢, spoéréd wszystkich
nieredukowlanych [-regul decyzyjnych dla T i r. Mozna opisaé¢ wszystkie cal-
kowicie optymalne reguly wzgledem funkeji kosztu z F' korzystajac z procedur
optymalizacji wzgledem tych funkcji kosztu.

W celu przedstawienia procesu sekwencyjnej optymalizacji zostanie opisany
przypadek, gdy F = {[, c¢}. Nieredukowalna f-regula decyzyjna dla T i r jest
nazywana calkowicie optymalna wzgledem dlugosci i pokrycia, jesli posiada mi-
nimalng diugo$é i maksymalne pokrycie miedzy wszystkimi nieredukowlanymi
B-regulami decyzyjnymi dla T i r. W dalsze] czeéci rozdziatu, dla uproszczenia,
reguly te beds nazywane calkowicie optymalne. Mozna opisa¢ wszystkie catko-
wicie optymalne reguly korzystajac z procedur optymalizacji wzgledem dtugosci
i pokrycia.

Niech I' = Ag(T’). Stosowana jest procedura optymalizacji grafu I” wzgledem
pokrycia. Wynikiem jest graf I'° i kazdy wiersz » w T, ma przypisang wartosé
Opt&(T, r), ktéra jest réwna maksymalnemu pokryciu nieredukowalnej G-reguly
decyzyjnej dla T 1 r. Nastepnie zostanie zastosowana procedura optymalizacji
grafu I' wagledem dlugoéci. Wynikiem jest graf I't. Dalej, zostanie zastosowa-
na procedura optymalizacji grafu I'" wzgledem pokrycia. Wynikiem jest graf
I' i kazdy wiersz r w T', ma przypisang wartoéé Opt$. (T, ), ktéra jest réwna
maksymalnemu pokryciu nieredukowalnej f-reguly decyzyjnej dla T' i r miedzy
wszystkimi nieredukowalnymi G-regulami decyzyjnymi dla T i r o minimalnej
diugosci. Mozna pokazaé, ze calkowicie optymalna nieredukowalna G-regula de-
cyzyjna dla T i 7 istnieje wtedy i tylko wtedy, gdy Opt&(T,r) = Opts, (T, 7).
Jesli réwnanie to jest spelnione wéwczas zbidr Rulpi (T, ) jest réwny zbiorowi
wszystkich catkowicie optymalnych nieredukowalnych B-regul decyzyjnych dla
Tir

Sekwencyjna optymalizacja wzgledem dlugosei, pokrycia i liczby blednych
zaklasyfikowan, zostala opisana w pracy [70]. Znajduja sie tam takze wyniki
eksperymentalne dotyczace catkowicie optymalnych regul wzgledem pokrycia,
dlugodci i liczby blednych zaklasyfikowan. W celu zdefiniowania przyblizonych
regul decyzyjnych zastosowano inng miare niepewnosci dla tablicy decyzyjnej T,
ktéra jest réznica pomiedzy liczbg wierszy w tablicy i liczba wierszy z najbardziej
wspdlna decyzja dla tablicy decyzyjnej. Konstruowane reguly zostaly nazwane
nieredukowlanymi y-regulami decyzyjnymi.
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Wyniki eksperymentow

Pelny zestaw wykonanych eksperymentéw mozna zobaczyé w pracach [9,70].
Zawarte sa tam m.in. wyniki dotyczace minimalnej dlugoédci i maksymalnego
pokrycia przyblizonych regul decyzyjnych konstruowanych za pomoca algoryt-
méw dynamicznego programowania, wyniki dotyczace sekwencyjnej optymali-
zacji wzgledem kombinacji funkeji kosztu: diugodé, pokrycie i liczba blednych
zaklasyfikowan oraz wyniki dotyczace regul calkowicie optymalnych. Badana by-
a takze jako$¢ klasyfikatordéw opartych na przyblizonych regulach decyzyjnych
zoptymalizowanych wzgledem pokrycia lub diugosci oraz zoptymalizowanych se-
kwencyjnie wzgledem diugoéci i pokrycia (zobacz Tabela 2).

Do przeprowadzenia eksperymentéw zostaly wykorzystane tablice decyzyjne
z Repozytorium Uczenia Maszynowego [11]. Niech T bedzie jedna z tych tablic
decyzyjnych, 8 = P(T) x 0.01.

Tabela 1 przedstawia wyniki dotyczace catkowicie optymalnych niereduko-
walnych S-regul decyzyjnych wzgledem diugosci i pokrycia. Dla kazdego wier-
sza 7 z T, zostala znaleziona liczba calkowicie optymalnych nieredukowalnych
B-regul decyzyjnych dla T i r. Nastepnie, zostala znaleziona dla wierszy z T
minimalna liczba calkowicie optymalnych regul (kolumna “min”), maksymalna
liczba takich regul (kolumna “max”) i érednia liczba calkowicie optymalnych
regul (kolumna “avg”). Kolumna “t-opt” zawiera liczbe wierszy r dla ktérych
istnieja calkowicie optymalne nieredukowalne g-reguly decyzyjne dla T i r.

Tabela 1: Calkowicie optymalne G-reguly decyzyjne dla 8 € {P(T) x 0.01}

Nazwa Wicersze{d = FP(1')} X 0.01
tablicy decyzyjinc t-opi |minlavy max
Adult-stretch 16 16 1 1.500 12
Balance-scale 6235 625 2 2.739 112
Breast-cancer 266 25 0 0.154 |2
Cars 1728 1738 {1 1.705 |8
Flags 193 37 Y 0.238 |2
Hayes-roth-data  [69 69 1 2,232 |6
House-votes-84 279 23 0 0.179 |4
Lcnscs 24 24 1 3.500 16
Tymphography 148 BT 0 |0.581 |2
Mushiruom 8124 BOL ] 0,121 j2
Nursery 12060 120601 1.667 {2
Shuttie-landing 13 13 Y] 2,600 {24
Soybean-small 47 37 0 1.851 |5
Teeth 23 23 1 11.301{60
‘1'ic-tac-toe 953 639 0 2,217 12
Zoo 59 38 0 1.000 118

Tabela 2 przedstawia wyniki dotyczace jakodci klasyfikatoréw regutowych.
Jest to Sredni blad dwukrotnej walidacji krzyzowej (eksperymenty zostaly po-
wiérzone 50 razy dla kazdej tablicy decyzyjuej). Kazdy zbiér danych zostal lo-
sowo podzielony na na trzy czesci: tranujaca—30%, walidacyjna—20% i testowa—
50%. Klasyfikator zostal skonstruowany na podstawie czedcl trenujacej. Nastep-
nie, reguly zostaly przyciete uwzgledniajac minimalny blad klasyfikacji dla zbio-
ru walidacyjnego. Dla czesci trenujacej zbioru danych konstruowane byly doklad-
ne reguly decyzyjne (0-reguly). Nastepnie reguly te byly przycinane i uzyskano
B-reguly decyzyjne dla rosnacych wartosci 5. Zostata wybrana taka wartosé 3,
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Tabela 2: Sredni bad klasyfikatoréw opartych na regutach decyzyjnych

Nazwa Optymalizacja

tablicy decyzyjnej|coveragelcoverage & lengthjlength[length & coverage
Balance-scale 0.289 0.286 0,204 0.286
Breast-cancer 0.296 0.299 0.307 0.305
Cars 0.207 ).196 0.217 0.196
Flags 0.441 1).4-10 1).4-10 0.434
Haycs-roth-data 1.345 1.338 1.368 ).332
House-votes-84 1).048 13.049 1).082 0.064
Lymphography 0,277 0.254 .347 11.253
Mushrom 0.001 0.001 0.002 0.001
Nursery 0.053 0.052 0.050 U.052
Soybean-small U.171 0.097 U.170 0079
Spect-test 0.081 .080 (3,080 0,080
Zoo 0. 18U 3,195 0.244 0.233
Avoerage 0.199 0.191 0.217 0.193

dla ktérej uzyskano minimalny blad klasyfikacji na zbiorze walidacyjnym. Uzy-
skany zbiér regul zostal zastosowany jako klasyfikator dla czesci testowe] i zostal
wyznaczony btad klasyfikacji. Jest to liczba obiektéw (wierszy) z czescl testowe]
tablicy decyzyjnej, ktére nie zostaly poprawnie sklasyfikowane, podzielona przez
liczbe wszystkich wierszy z czeéci testowej tablicy decyzyjnej. Ostatni wiersz Ta-
beli 2 przedstawia Sredni blad klasyfikacji dla wszystkich tablic decyzyjnych.

Na podstawie przeprowadzonych eksperymentéw mozna zauwazy¢, Ze naj-
mniejszy $redni biad klasyfikacji wystepuje w przypadku sekwencyjnej optyma-
lizacji regul decyzyjnych wzgledem pokrycia i diugo$ci-0.191 oraz w przypad-
ku sekwencyjnej optymalizacji regul decyzyjnych wzgledem dlugosci i pokrycia-
0.193.

6.2 Zmodyfikowany algorytm dynamicznego programowania dla
optymalizacji przyblizonych regul decyzyjnych wzgledem
pokrycia

Rozdzial ten, na podstawie pracy [65], przedstawia zmodyfikowany algorytm dy-
namicznego programowania dla konstruowania i optymalizacji regul decyzyjnych
wzgledem pokrycia. Podobnie jak w poprzednim rozdziale, wykorzystana zostala
miara niepewnoéci P(T") i byly badane B-reguly decyzyjne, ktére lokalizujg wier-
sze w podtabelach tabeli T, dla ktérych miara niepewnoéci wynosi najwyzej 3.
Réznica jest to, ze nie jest konstruowany kompletny skierowany graf acykliczny
Ag(T) lecz jego cze$é. Zamiast wszystkich niestalych atrybutéw i ich wartosci,
uwzgledniany jest tylko jeden atrybut o minimalnej liczbie wartosci i wszyst-
kie jego wartoéci oraz dla pozostaych atrybutéw—wybierana jest tylko jedna,
najczestsza warto$é danego atrybutu. Rozmiar grafu jest mniejszy niz rozmiar
grafu Ag(T"). Natomiast wartoci pokrycia regul uzyskanych dla tego grafu po
zastosowaniu procedury optymalizacji, sa zazwyczaj bliskie wartosciom pokrycia
regul uzyskanych dla grafu Ag(T) po zastosowaniu procedury optymalizacji.

Algorytm dla konstruowania skierowanego grafu acyklicznego

Niech T bedzie tablica decyzyjng z n kolumnami oznaczonymi przez atrybuty
warunkowe f1, ..., fn. Przez E(T) jest oznaczany zbiér atrybutéw z { f1, ..., fa},
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Algorytm 5: Algorytm dla konstruowania grafu AE(T)

‘Wejscie: Tablica decyzyjna T zawierajaca atrybuty fi,..., fa, nleujemna
liczba rzeczywista 8.

Wyjscie: Graf Ap(T).
Skonstruuj graf zawierajacy pojedynczy wierzcholek T, ktéry nie jest oznaczony
jako “przetworzony”;
while wszystkie wierzeholki grafu nie sq oznaczone jako “przetworzone” do
Wybierz wierzcholek (tabele) ©, ktéry nie zostal jeszcze “przetworzony”;
if P(©) < B then

| Badany wierzcholek jest oznaczany jako “przetworzony”;
end
if P(@)> B then
Dla kazdego atrybutu f; € E(8), rysowana jest wiazka krawedzi
wychodzacych z wierzcholka ©. Niech E*(©, fi) = {b1,...,b:} (nalezy
zauwazyé, ze ¢t = 2 tylko dla minimalnego atrybutu z @), wéwczas
rysowanych jest ¢ krawedzi wychodzacych z wierzchotka ©. Krawedzie te
sa oznaczane odpowiednio parami {fi, b1), ..., (fi, b). Krawedzie te
wchodza do wierzchotkéw G(fi, b1),...,O(fi, b). Jedli jakies wierzcholki
O(fi,b1),...,O0(fi,be) nie istnieja w grafie, wéwczas sa dodawane do
grafu. Kazdemu wierszowi r tabell © zostaje przypisany zbiér
atrybutéw EAE(T)(@,T') C E(©). Wierzcholek © jest oznaczany jako
“przetworzony”;

end
end
return Graf AZ(T);

ktére nie sa stale w T' (posiadaja przynajmniej dwie rézne wartosci). Dla kaz-
dego atrybutu f; € E(T), definiowany jest zbiér wartoéci E*(T, f;). Jesli f; jest
atrybutem o minimalnej liczbie wartosci i posiada minimlany indeks ¢ posrod
takich atrybutéw (atrybut ten bedzie nazywany minimalnym atrybutem dla T),
wowcezas E*(T, f;) jest zbiorem wszystkich wartoéci f; w T. W przeciwnym przy-
padku, E*(T, f;) zawiera tylko najczestsza wartosé f; w T'.

Algorytm 5 przedstawia algorytm, ktéry konstruuje graf Az(T'). Jest to skie-
rowany graf acykliczny. Wierzcholkami tego grafu sa separowalne podtablele
tabeli T. Wierzcholek grafu jest nazywany koricowy, jesli nie wychodza z niego
zadne krawedzie. Nalezy zauwazy¢, ze wierzcholek © jest koficowy w grafie 45 (T)
wtedy 1 tylko wtedy, jesli PB) < 8.

W dalszej czedci rozdzialu, zostanie opisana procedura optymalizacji grafu
AL(T) wzgledem pokrycia. Wynikiem pracy tej procedury jest graf G, ktéry
zawiera ten sam zbidr wierzchotkéw i krawedzi jak graf AL(T). Réznicy jest
to, ze dowolny wiersz r w kazdym niekoficowym wierzchotku © w grafie G ma
przypisany zbidr atrybutéw Eq(@,7) C EA;(T)(@,T). Jest takze mozliwe, Ze
G = AL(T).

Ponizej, dla kazdego wierzcholka © w grafie G i dla kazdego wiersza r z ©,
zostanie opisany zbidér regul decyzyjnych Rulg(@,r). W tym celu, nalezy prze-
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chodzi¢ w grafie G zaczynajac od koncowych wierzchotkéw grafu, do wierzchol-
ka T.

Niech @ bedzie koficowym wierzcholkiem w grafie G i d bedzie najbardziej
wspbélna decyzja dla ©@. Wéwcezas Rulg(O,r) = {— d}.

Niech teraz © bedzie niekoficowym wierzchotkiem w grafie G takim, ze dla
kazdego potomka @' wierzchotka © i dla kazdego wiersza 7' tabeli @', zbiér
regut Rulg(©’,r') zostal zdefiniowany. Niech r = (by,...,b,) bedzie wierszem
tabeli @. Dla dowolnego atrybutu f; € Eq(O,r), jest definiowany zbiér regut
Rulg(O,r, fi): Rulg(O,r, fi) ={fi=bAv—s5:7-—s € Rula(O(fi,b:),7)}
Wéwezas Rulg(@,r) = UfieEc(e,r) Rula(@,r, fi).

Procedura optymalizacji wzgledem pokrycia ¢

Niech G = AZ}(T). W wyniku pracy procedury optymalizacji grafu G wzgle-
dem pokrycia, kazdy wiersz r kazdego wierzcholka @ w grafie G, bedzie miat
przypisang liczbe Opt& (@, r) — maksymlane pokrycie reguly decyzyjnej ze zbio-
ru Rula(@,7), i dla kazdego wiersza r w kazdym niekoficowym wierzcholtku @
grafu G, zostanie zmieniony zbiér E¢(©,r) przypisany do r w ©. Uzyskany graf
jest oznaczany przez G°.

Niech @ bedzie koficowym wierzcholkiem w grafie G i d bedzie najbardziej
wspélna decyzja dla ©. Wowczas, do kazdego wiersza r tabeli © jest przypisywa-
na liczba Opt& (O, 1) ktdra jest réwna liczbie wierszy w @, ktére maja przypisana
decyzje d.

Niech © bedzie niekoncowym wierzchotkiem w grafie G i wszyscy potomkowie
O zostali przetworzeni. Niech r = (by, ..., b,) bedzie wierszem tabeli ©. Do wier-
sza r w tabeli © jest przypisywana liczba Opt&(©,7) = max{Opt&(O(fi, bi),r) -
fi € EG(@, T‘)} i zbidr EGc (9, 7”) = {f1 : fi S EG(@,T), Opt?;(@(fl, bi),'l‘) -
Opt&(0,r)}.

Mozna pokazaé, ze Rulg<(@,r) jest zbiorem wszystkich regul z Rulg(©,r)
o maksymalnym pokryciu.

‘Wyniki eksperymentéw

Tabela 3 przedstawia érednie wartoéci maksymalnego pokrycia G-regul decyzyj-
nych dla tablic decyzyjnych umieszczonych w Repozytorium Uczenia Maszyno-
wego [11]. Niech T bedzie jedna z tych tablic decyzyjuych. Dla tabeli T zostaly
zastosowane wartosci 3 ze zbioru B(T) = { P(T")x0.15, P(T)x 0.25, P(T"}x0.35}.
Niech 8 € B(T). Dla kazdego wiersza » w T, zostala uzyskana maksymalna
warto$é pokrycia F-reguly decyzyjnej dla T i r. Nastepnie, dla wierszy w T zo-
stala obliczona érednia wartoéé pokrycia regul o maksymalnym pokryciu - jed-
na regula dla kazdego wiersza. Wyniki zostaly umieszczone w kolumnie avg.
W celu poréwnania $rednich wartoéci pokrycia g-regul decyzyjnych konstruowa-
nych przez algorytm dynamicznego programowania przedstawiony w poprzed-
nim rozdziale zostaly wykonane eksperymenty, ktérych wyniki zawarte sa w ko-
lumnie avg-dp. Ostatnia kolumna rel diff przedstawia relatywna rdznice, ktéra
jest réwna (Opt_Coverage — Coverage)/Opt_Coverage, gdzie Coverage oznacza
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$rednie pokrycie fF-regut decyzyjnych konstruowanych przez proponowany algo-
rytm, Opt.Coverage oznacza $rednie pokrycie f-regul decyzyjnych konstruowa-
nych przez algorytm dynamicznego programowania. Ostatni wiersz w Tabeli 3
przedstawia $rednig warto$é relatywnej réznicy dla rozwazanych tablic decyzyj-
nych.

Przedstawione wyniki pokazuja, ze $rednia relatywna réznica maleje wraz ze
wzrostem wartoéci 8. Dla 8 = P(T) X 0.35, relatywna réznica wynosi 0 dla dzie-
sigciu tablic decyzyjnych. Dla tablic decyzyjnych “lymphography”, “soybean-
small”, “teeth” i “zoo-data”, dla kazdego § € B(T'), relatywna réznica wynosi 0.

Tabela 3: Srednie pokrycie S-regul decyzyjnych

Tablica 8 = P{T) X 0.15 3 = P(T) X 0.25 B = P{T) x 0.35

decyzyjna WierszejAttr avglavg-dpJrel diff avglavg-dplrel diif avglavg-dplrel dift
adult-stretch i6 4 6.75 7 0.04 7.5 7.5 0 7.5 7.5 O
baiance-scale 625 4 88.48] 92.31 V.04 88.48} 92.31 0.04 88.48| 94.31 0.04
breast-cancer 266 9 81.21 81.84 0.01 114.91117.39 0.02 124.35] 125.038 0.01
cars 1728 Gl 486.54]490.26 .03} 486.54}499.26 0.02|] 486.54| 499.26 0.03
house-votes 279 161 148.76]150.33 V.Ul 156.69} 157.54 0,01 160.15] 160.55 )
lymphography 148 18 56.33] 56.35 () 57.94] 57.04 0 59.06] 59.06 [
monks-1-test 432 [ 7T 81 0.03 1u8 103 Y 108 103 5]
monks-i-train 124 [ 25.12] 28.01 0.1 28.36] 30.22 0.06 3d.4 34.4 O
monks-2-test 432 [ 95.3} 100.74 0.U5 135.111136.19 0,01 146.5| 146.5 [
monks-2-train 169 [ 34.43| 37.39 0.08 41.91] 49.83 0.16 52.54{ 54.23 0.03
monks-3-test 432 G 97.11 118 0.16 120 120 [ 120 120 O
monks-3-train 122 [ 24.07] 32.14 0.25 27.75] 33.52 0.17 33 35.04 0.06
nUIsery 12964 8112511.42] 3066.1 U.18(]2705.29] 3066.1 0,121]2917.3313066.1 .05
soybean-small 47 35 15.64| 15.64 ] 17 17 0 17 17 O
teeth 23 8 1 1 ) 1 1 U 1 1 4]
zoo-data 50 16 16.85| 16.86 0 17.83] 17.83 0 18.85f 18.85 O
average U.06 0.04 U.01

Badany byl takze rozmiar skierowanego grafu acyklicznego tj. liczba wierz-
cholkéw i liczba krawedzi w grafie konstruowanym przez proponowany algorytm.
Wyniki eksperymentéw zawarte w pracy [65] pokazuja, ze rozmiar skierowanego
grafu acyklicznego konstruowanego przez proponowany algorytm jest mniejszy
niz rozmiar skierowanego grafu acyklicznego konstruowanego przez algorytm dy-
namicznego programowania. W szczegdlnodei, dla tablic decyzyjnych “lympho-
graphy”, “soybean-small”, “teeth” i “zoo-data”, érednie wartosci pokrycia regul
sa takie same (zobacz Tabela 3) ale istnieje réznica odnosnie liczby wierzchotkéw
(wiecej niz jeden raz) oraz odnoénie liczby krawedzi (wiecej niz dwa razy).

6.3 Powigzania pomiedzy dlugoscia i pokryciem regul decyzyjnych

Rozdzial ten, na podstawie pracy [10], po$wiecony jest badaniu powigzah po-
miedzy diugoscia i pokryciem nieredukowalnych O-regul decyzyjnych dla danego
wiersza tablicy decyzyjnej T oraz powiazah pomiedzy dlugoscia i pokryciem
pelnych systeméw regul decyzyjnych dla tablicy decyzyjnej T. Systemn S praw-
dziwych regul dla T jest nazywany pelny dla T, jesli istnieje odpowiedniosé
jeden-do-jeden pomiedzy regulami z S 1 wierszami z T taka, ze dla kazdego
wiersza r, odpowiadajaca mu regula jest zrealizowana dla r.



Powiazania pomiedzy dlugoscia i pokryciem regul decyzyjnych dla
danego wiersza

W tej czedcel rozdzialu zostanie opisane narzedzie dla badania powiazah pomie-
dzy diugoscia i1 pokryciem dokladnych regul decyzyjnych, dla danego wiersza.
Narzedzie to wykorzystuje podejscie oparte na dynamicznym programowaniu.

Niech T bedzie tablica decyzyina z n kolumnami oznaczonymi przez atrybuty
fiseoos fnir = (b1,...,by) bedzie wierszem z T. Niech © bedzie wierzchotkiem
grafu A = Ag(T) zawierajacym wiersz r.

7 Twierdzenia 32 wynika, ze zbiér Rul (0, r) jest réwny zbiorowi wszystkich
nieredukowalnych regul decyzyjnych (O-regul decyzyjnych) dla © 1 r.

Ponizej zostanie opisane powiazanie pomiedzy pokryciem i dlugoscia niere-
dukowalnych regul decyzyjnych dla danego wiersza r tablicy decyzyjnej T'.

Przez limin(©, r) jest oznaczana minimalna dlugoéé reguly ze zbioru Rula@,7).
Niech Bg ; = {lnin(@,7), lmin(©,7) + 1,...,n}. Funkcja Fg , jest definiowana
nastepujaco, Fo, : Bgr — IN, gdzie IN jest zbiorem liczb nafuranych. Dla
dowolnego m € Bg r, For(m) = max{c(r) : 7 € Rula(0,r),l{r) < m}. Funk-
cja ta opisuje powiazanie pomiedzy pokryciem i dlugodcia regul decyzyjnych:
Fo (m) jest réwna maksymalnej wartodci pokrycia sposréd wszystkich nieredu-
kowlanych regut decyzyjnych dla © i r, ktérych dlugosé jest najwyzej m. Funk-
cja Fg » moze byé reprezentowana przez n-tke (Fo (1), Fo r(t+1),..., Fo r(n)),
gdzie t = {pmin(@, 7).

Teraz zostanie opisana procedura, ktéra pozwala znalezé (opisaé) funkcje
For, dla kazdego wierzchotka @ w grafie A, ktéry zawiera wiersz r.

Niech @ bedzie zdegenerowana tabela, ktéra zawiera wiersz r. Wszystkie
wiersze © sg oznaczone przez ta sama decyzje d. Wiadomo, ze istnieje doktadnie
jedna nieredukowalna regula decyzyjna — d dla @ i r. Zatem, l,;n(@,7) =0
i For(m)= N(©) dla dowolnego m € Bg,,.

Niech @ bedzie niezdegenerowana tabels (wierzchotkiem) w grafle A za-
wierajaca wiersz r. Wiadomo, ze Rula(O,r) = UfieE(e) Rula(O, 1, fi), gdzie
Rula(O,7, fi) = {fi=biAa — d: o — d € Rulpo(O(f;,b;),r)}. Stad wynika, ze
lnin (0, 1) = min{lmin(O(fi, b:),7) : fi € E(©)} + 1 1 dla dowolnego m € Bo r,
Fo . (m) = max{Fgy, p,),r(m—1) : fs € E(©),m—12 lmin(O(f:, bi),7)}. Zostal
tutaj wykorzystany fakt, ze dlugosé reguly f; = b; A o — d jest réwna dlugosci
reguly oo — d plus 1, a pokrycie reguly fi = b; A o — d dla tabeli © jest réwne
pokryciu reguty a — d dla tabeli ©(f;, b;).

Teraz zostanie opisane odwrotne powiazanie, tj. powiazanie pomiedzy dlugo-
$cia i pokryciem nieredukowalnych regul decyzyjnych, dla danego wiersza r ta-
blicy decyzyjnej T'. Niech T bedzie tablica decyzyjna zawierajaca n kolumn ozna-
czonych przez atrybuty fi,..., fa i 7= (b1,...,b,) bedzie wierszemm w T'. Przez
Cmax (T, 7) jest oznaczane maksymalne pokrycie reguly decyzyjnej z Rula(T, 7).
Niech Cr,r = {0,1,..., ¢mae(T,7)}. Funkcja Gr, definiowana jest nastegpuja-
co Grp 2 Crp — Z7T, gdzie Z7 jest zbiorem nieujemnych liczb calkowitych.
Dla dowolnego p € Crr, Gz (p) = min{l(7) : 7 € Rul(T,7),c(r) > p}. War-
to$¢ Grr(p) jest réwna minimalnej diugosci spoéréd wszystkich nieredukowal-
nych regul decyzyjnych dla T i r, dla ktérych wartosé pokrycia wynosi co naj-
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muiej p. W celu znalezienia tej wartosci zostala uzyta funkcja Fr,. Mozna po-
kazaé, ze Gy (p) = min{m : m € {lnin(T,7),...,n}, Fr,(m) > p}. Oznaczamy
mo = min{m : m € {lpin(T,7),...,n}, Fr.(m) > p}. Wiadomo, zZe istnieje
regula 7 € Rula(T,r) taka, ze I(v) < mp 1 ¢(7) > p, oraz nie istnieje regula
p € Rula(T,7) taka, ze I(p) < mo 1 c(p) > p. Zatem wynika, ze Gr.r(p) = mo.

Nalezy dodad, ze emag (T, ) = Frr(n). Wiadomo, ze Fr, jest funkcja nie-
malejaca. Zatem, w celu znalezienia wartosci mg zostalo wykorzystane wyszuki-
wanie binarne, ktére wymaga O(logn) poréwnan.

W celu zilustrowania opisanych powiazai pomiedzy diugoscia i pokryciem
nieredukowalnych regul decyzyjnych zbadane zostaly tablice decyzyjne umiesz-
czone w Repozytorium Uczenia Maszynowego [11]. Funkcje przedstawione na
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Rysunek 5: Funkcje Fr,»(m) i Gr»(p) dla wiersza 57 tablicy decyzyjnej “breast-cancer”

Rysunku 5, —Fz)reastwcancer;ow57i Gbreast—cancerrowS? Sg rosnace, Co 0zhacza, z¢
dla wiersza 57 tablicy decyzyjnej “breast-cancer” nie istnieja calkowicie opty-
malne reguly wzgledem diugoéci i pokrycia.

Powiazania pomiedzy diugoscia i pokryciem dla systeméw regut de-
cyzyjnych

Ponizej zostana opisane powiazania pomiedzy dlugoscia i pokryciem dla pel-
nych systeméw regul decyzyjnych dla tablicy decyzyjnej T'. Przez Row(T) jest
oznaczany zbiér wierszy z T, | Row(T)| = N(T). Niech S bedzie systemem zawie-
rajacym N(T') regul decyzyjnych dla T gdazie, dla kazdego wiersza r € Row(T),
istnieje regula decyzyjna rule, ktéra jest nieredukowalng regula decyzyjna dla
T ir. System S moze zawieraé takie same reguly. Przez P(T) jest oznaczany
zbiér wszystkich takich systeméw, ktdre sa nazywane pelnymi dla T systemami
regul decyzyjnych.

Teraz zostanie opisane powiazanie pomiedzy pokryciem i dlugosdcia regul dla
systeméw S € P(T). Przez lmq:(S) jest oznaczana maksymalna dlugosé reguly

Z rule€S c(rule)

2 S, Przez Cayg(S) — Srednie pokrycie regul z S: cayg(S) = VZTIea]
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Niech Br = {lmin(T),...,n}, gdzie n jest liczba atrybutéw warunkowych
W T i lpin(T) = max{lmin(T,7) : 7 € Row(T)}. Celem jest znalezienie, dia
kazdego m € By, wartoéci Fr'9(m) = max{caug(S) : S € P(T),lmac(S) <
m}, ktéra jest réwna maksymalnej wartosci Sredniego pokrycia regul spoéréd
wszystkich pelnych systeméw S € P(T), gdzie dlugoéé kazdej reguly wynosi
najwyzej m. Warto$é Fp.'? (m) jest obliczana w nastepujacy sposéb: Fp'9(m) =

r& Row(T) Pr.r(m)

| Row(T')|

Teraz zostanie opisane odwrotne powiazanie, tj. pomiedzy diugoécia i pokry-
ciem dla systeméw S € P(T). Przez cinin(S) jest oznaczana minimalna wartodé
pokrycia reguly z S. Przez lg,g(S) jest oznaczana $rednia dlugosdé regut z S:

log(S) = 2422 Nieoh O = (0,1, cmas(T)} gdie Crmaa(T) =
min{emaz (T,7) : 7 € Row(T)}. Celem jest znalezienie, dla kazdego p € Cr,
wartoéci G7'9 (p) = min{laywg(S) : S € P(T), cmin(S) > p}, ktbra jest réwna mi-
nimalnej wartodci $redniej diugosci regul sposréd pelnych systeméw S € P(T),
gdzie pokrycie kazdej reguly wynosi co najmniej p. Warto$é G739 (p) jest obli-
reRow(r) O (P)

czana w nastepujacy sposéb: G39(p) = TRow(TY]

Rysunek 6 przedstawia opisane powiazania pomiedzy dlugoscia i pokryciem
dla pelnych systemdéw regul decyzyjnych, dla tablicy decyzyjnej “mushroom”
z Repozytorium Uczenia Maszynowego [11].
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Rysunek 6: Funkcje Fp"?(m) i G7 ?(p) dla tablicy decyzyjnej “mushroom”

Przedstawione narzedzie do badania powiazai pomiedzy dlugodcig i pokry-
ciem regul decyzyjnych moze zostaé wykorzystane podczas tworzenia klasyfi-
katoréw. Poza tym, krétkie reguly, ktore pokrywajs wiele obiektéw, sa wazne
z punktu widzenia reprezentacji wiedzy.
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7 Podejscie zachtanne i podejécie oparte na dynamicznym
programowaniu dla optymalizacji regul asocjacyjnych

Rozdzial ten, w oparciu o prace [4, 5, 38, 39, 67}, poswigcony jest badaniu czgécio-
wych (przyblizonych) regul asocjacyinych. Czedciowe reguly asocjacyjne moga
by¢ stosowane jako sposéb reprezentacji wiedzy, w procesie wnioskowania w sys-
temach ekspertowych, do konstrukeji klasyfikatoréw oraz do wypelniania braku-
jacych wartosci atrybutéw. Rozdzial ten sklada sie z pieciu czedci.

W pierwszej czescl (rozdzial 7.1) badane sa aproksymacyjne algorytmy dla
minimalizacji dlugogci czesciowych regut asocjacyjnych. Druga czedé (rozdzial7.2)
po$wiecona jest badaniu algorytméw aproksymacyjnych dla minimalizacji cal-
kowitej wagi atrybutdéw wystepujacych w cze$ciowych regulach asocjacyjnych.
Badane sa gléwnie algorytiy zachlanne z wagami dla konstruowania regut. Ten
rozdzial zawiera takze granice dokladnoéci rozwazanych algorytméw oraz granice
minimalnej wagi czedciowych regut asocjacyjnych, na podstawie danych uzyska-
nych podczas pracy algorytmu zachlannego. W rozdzialach 7.11 7.2, w dowodach
niektérych twierdzen, zostaly uzyte wyniki z prac [24, 34, 36, 44, 53-56]. Trzecia
cze$é (rozdzial 7.3) zawiera wprowadzenie do algorytméw dynamicznego progra-
mowania dla optymalizacji regul asocjacyjnych. Przedstawione wyniki zwiazane
sa z maksymalizacja pokrycia regul. Czwarta czes¢ (rozdzial 7.4) poéwiecona
jest zastosowaniu podejécia opartego na dynamicznym programowaniu dla kon-
struowania systeméw regul asocjacyjnych o stosunkowo dobrej jakoéci, ktére
pokrywaja wieksza czesé wierszy. Liczebno$é konstruowanych systeméw regut
jest rozsadna. W piatej czeéci (rozdzial 7.5) zostalo poréwnanych pie¢ heurystyk
zachtannych dla konstruowania regul asocjacyjnych. Stosujac algorytmy dyna-
micznego programowania poréwnano konstruowane reguly z regulami o minimal-
nej dlugosei lub maksymalnym pokryciu. Wynikiem jest wybér dwéch heurystyk
dla minimalizacji dlugosci i maksymalizacji pokrycia regut.

7.1 Algorytm zachlanny dla konstruowania czesSciowych regut
asocjacyjnych

W tej czedci rozdziatu, na podstawie pracy [38], badane sa algorytmy wielomiano-
we (gléwnie algorytm zachlanny) dla konstruowania cze$ciowych (przyblizonych)
regul asocjacyjnych oraz granice dlugosci konstruowanych regul. Podejscie to
rézni sig od znanego podejécia opartego na zbiorach czestych [2, 18,58]. Badany
jest specjalny rodzaj regul asocjacyjnych. Zamiast standardowych parametréw
regul asocjacyjnych, takich jak wsparcie i zaufanie [2], badana jest dlugosé regul
asocjacyjunych.

Podstawowe pojecia

System informacyjny I jest tabela zawierajaca n wierszy (odpowiadajacych
obiektom) i m kolumn oznaczonych przez atrybuty fi,..., fm. Tabela ta wypel-
niona jest przez nieujemne liczby calkowite (wartodci atrybutéw). Jedli tabela
wypelniona jest przez liczby ze zbioru {0,1}, wéwezas system informacyjny I
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nagywany jest binary. Formalnie, system informacyjuy jest definiowany jako pa-
ra [ = (U, A), gdzie U jest niepustym, skoficzonym zbiorem obiektéw (wiersay)
okre$lanym jako uniwersum, A jest niepustym, skoficzonym zbiorem atrybutéw.
Kazdy f € A jest funkcjg f : U — Vy, Vy jest zbiorem wartosci atrybutu f.

Niech 7 = (by, ..., bm) bedzie wierszem w I i f, bedzie atrybutem ze zbioru
{f1,-- fm}- Przez U(I,r, fp) jest oznaczany zbiér wierszy z I, ktbre sa réz-
ne od wiersza r w kolumnie f, i przynajmniej jednej kolumnie f; takiej, ze
j e {1,...,m}\ {p}. Atrybut f; separuje wiersz r' € U(I,r, fp) od wiersza r,
jesli wiersze r i v’ posiadaja rézne wartodci na przecigciu z kolumna f;. Przez
U(I,7, fp, fi) jest oznaczany zbiér wierszy r' € U(I, 7, fp), ktére atrybut f; sepa-
ruje od wiersza r. Tréjka (1,7, fp) jest nazywana problemem regquly asocjacyjne;.
" Niecha € Ri0< a< 1. Regula

(.f’i1 :bzl)/\/\(fu:bu)_’fpsz (8)

jest nazywana a-reguiq asocjacyjng dla (I, 7, fp,) jedlidy, ... 1, € {1,...,m}\{p}
oraz atrybuty fi,,..., fi, separuja od r przynajmniej (1 — a)|U({I,r, f,)] wier-
szy ze zbioru U(I,r, fp) (takie reguly sa takze nazywane czesciowymi regutami
asocjacyjuymi). Liczba t oznacza dlugodé rozwazanej reguly asocjacyjnej. Jesli
U(I,r, fp) = B, wéwczas dla dowolnego iq,...,1, € {1,...,m} \ {p}, regula (8)
jest a-regula asocjacyina dla (I,r, fp). Regula (8) z pusta lews strona (kiedy
t = 0) jest a-regula asocjacyjna dla (I,r, fp) jesli U(I,r, fp) = B. Na przyklad,
0.01-regula asocjacyjna oznacza, ze nalezy odseparowaé od wiersza r przynaj-
muiej 99% wierszy z U(I, 1, fp). Przez Lmin{ct) = Lmin{e, I, 7, fp) jest oznaczana
minimalna diugosé a-reguly asocjacyjnej dla (I,r, fp).

Dokladnosé algorytmu zachlannego

Algorytm 6 przedstawia algorytm zachianny z progiem «, ktéry konstruuje o-
regule asocjacyjna dla (1,7, fp).

Algorytm 6: Algorytm zachlanny dla konstruowania czeSciowej reguly
asocjacyjnej

Wejscie: System informacyjny I z atrybutami fi,..., fm, wierszr=01,...,bm)
w I, atrybut fp € {f1,..., fm}, liczba rzeczywista o, 0 € a < 1.
Wyjscie: a-reguta asocjacyjna dla (1,7, fp).
Q—
while atrybuty z Q separuja od r mniej niz (1 — e)|U(I,r, fp)| wierszy z
U(I,r, fp) do
wybierz fi € {f1,..-, fm} \ {fp} 0 minimalnym indeksie ¢ taki, ze f;
separuje od r maksymalna liczbe wierszy z U(I, 7, fp) nieodseparowanych
przez atrybuty z @Q;
Q—Qu{fi};
end
return /\fieQ(fi = b)) — fp = bp;
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Praez Lgreedy(¢t) = Lgreedy(ar, I, 7, fp) jest oznaczana diugoéé konstruowanej
a-~reguly asocjacyjnej dla (I, 7, fp). Niech I bedzie systemem informacyjnym za-
wierajacym m kolumn oznaczonych przez atrybuty fi,..., fim, r bedzie wierszem

wIify€{fi, .., fm}

Twierdzenie 36. Niech0< a<1i[(1—a)|UU,r fp)]] 2 2. Wéwczas
Lgreedy (@) < Lin(a)(In [(1 — a)|U(I, 7, f)l1—Inln [(1 — a)|U{, 7, )] +0.78).

Twierdzenie 37. Niech 0 < o < 1. Wéwczas, dla dowolnej liczby naturalnej
t > 2, istnieje problemn reguly asocjacyjnej (I,r, fp) taki, ze [(1 — U, r, fp)| =
t § Lyreedy(a) > Imin(cIn [(1 — )| U (I, 7, fp)l1—Inln [(1 — a)]U(I, 7, f,)|]-0.31).

Twierdzenie 38. Niech0< a<1iU(,r, fp) # 0. Wéwczas

,,,,,

Wielomianowe algorytmy aproksymacyjne

Ponizsze twierdzenia dotyczace wielomianowych algorytméw aproksymacyjnych
dla optymalizacji regut zostaly udowodnione, na podstawie wynikéw badan do-
tyczacych problemu pokrycia zbioru.

Twierdzenie 39. Niech 0 < o < 1. Wdwczas problem konstruowania a-reguly
asocjacyjnej o minimalnej dlugosci jest N P-trudny.

Twierdzenie 40. Niecha € R 40 < a < 1. Jesli NP ¢ DTIM E(nOcglogn))
wéwczas, dla dowolnego ¢, 0 < £ < 1, nie istnieje algorytm o zloZonoéci wielo-
mianowej taki, Ze dla danego problemu reguly asocjacyjnej (1,7, fp) z U fn) #9,
konstruuje o-regule asocjacyjng dla (I,r, fp), ktérej dlugosé wynosi najwyzej
(1 —&)Lmin(e, 1,7, fo) UL, 7, fo)l.

Granice Lmin() uzyskane na podstawie danych o pracy algorytmu
zachlannego

Na podstawie danych o pracy algorytmu zachlannego zostala znaleziona najlep-
sza dolna granica Lgreedy(@) = Lgreedy (v, I, 7, fp) zalezna od tych danych. Niech
algorytm zachlanny z progiem o zostanie zastosowany do problemu (I, 7, fp).
Niech podczas konstruowania a-reguly asocjacyjnej algorytm zachlanny wybie-
ra atrybuty fi, ..., fi- U, fp fi0) = 0, 66 = 0idlat = 1,...,¢ § =
UL, fo, HONUU, 7, fpy fio) U WU, 7, fp, Fii1))]- Jako dane o pracy algo-
rytmu zachlannego zostala uzyta n-tka (81,...,d;) oraz liczby n = {U(I,n, f,)]
i a. Przyjmijmy oznaczenie

BT {y (.1 FUESET) PPN
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Twierdzenie 41. Parameter l{a,n,01,. ..,0) jest najlepszq dolng granicg Lmin(e)
zalezng od (61,...,0;), m, @ o

Niech I{a) = I, n, 61, . . ., 6;). Wartosé [(a) moze zostaé uzyta do uzyskania
gbérnych granic diugosci czeSciowych regul asocjacyjnych konstruowanych przez
algorytm zachtanny. Oznacza to, ze [{a) jest nietrywialna dolng granica mini-
malnej diugosei cze$ciowych regul asocjacyjnych.

Twierdzenie 42. Niech o i 3 bedg liczbami rzeczywistyme takimi, Ze 0 < § <
a < 1. Wowczas Lgreeay(cr) < l{cx — 8)In (-l-:-%ﬂ> +1.

Gérna granica Lgreeay ()

Zostala uzyskana gérna granica Lgreedy (@) = Lgreedy (e, I, 7, fp), ktéra nie zalezy
od |U(I,7, fp)] 1 jest w pewnym sensie nieulepszalna.

Twierdzenie 43. Niech « i 8 bedg liczbami rzeczywistymi takimi, Ze 0 < 8 <
a < 1. Wowczas Lgreedy(0r) < Limin(a — ) In (ll%i—ﬁ—> +1.

Twierdzenie 44. Nie istnieje liczba rzeczywista § < 1 taka, Ze dla dowolnego
problemu regquly asocjacyjnej (1,7, fp) ¢ dla dowolnego rzeczywistego o i 3, 0 <

B < a <0, zachodzi: Lgreedy(a) < 6 (Lmin(a —f)In (%) + 1> )

Reguly asocjacyjne dla wiekszosci binarnych systeméw informacyj-
nych

Zostalo udowodnione istnienie krétkich regul dla wigkszosci binarnych systemoéw
informacyjnych.

Twierdzenie 45. Niech bedg badane binarne systemy informacyjne zawierajgee
n wierszy 1 m kolumn oznaczonych przez atrybuty fi,..., fm. Niech t bedzie
liczbg naturalng, n > t+4, m > (t +4) [logyn] i k = (¢t +4) [logy n]. Wéwczas
cze$é systemdw informacyjnych I, w ktérych dla dowolnego wiersza v i dowolnego
alrybutu f, isinieje O-requla asocjacyjina dlo (I,r, fp) o diugosci najwyziej k,
wynosi 1 — 2.

W wyniku badaf uzyskano pewne potwierdzenia nieformalnej tzw.0.5-hipotezy
dla regul asocjacyjnych: dla wiekszosci systemdéw informacyjnych I dla kazdego
wiersza 7 1 kazdego atrybutu f,, podczas konstruowania czesciowej reguly aso-
cjacyjnej dla (I, 7, fp), w kazdym kroku algorytm zachtanny wybiera atrybut,
ktéry separuje od wiersza r przynajmniej polowe nieodseparowanych wczedniej
wierszy ze zbioru U(I,r, fp). W tym przypadku, Lgreedy(a) < [log, (£)], dla
dowolnego rzeczywistego o, 0 < o < 1.

Twierdzenie 46. Niech bedg badane binarne systemy informacyjne z n wier-
szami © m kolummnami oznaczonymi przez atrybuty fi,..., fm. Niech m 2 n +
logs nn+logom. Wéwczas cze$é systemdéw informacyjnych, dla ktérych zacho-
dzi 0.5-hipoteza dla regul asocjacyjnych, wynosi co najmniej 1 — 21—“ gdzie t =
m — (n + logy n + logy, m).
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Uzyskane wyniki eksperymentalne potwierdzily 0.5-hipoteze, nie tylko dla
przypadku, kiedy m > n.

7.2 Algorytmy zachlanne z wagami dla konstruowania czesciowych
regul asocjacyjnych

W tej czescl rozdzialu, na podstawie pracy [39], rozwazane s algorytmy za-
chlanne z wagami dla konstruowania regul asocjacyjnych. Kazdy atrybut ma
przypisana wage i nalezy zminimalizowad catkowita wage atrybutéw zawartych
w cze$ciowych regulach asocjacyjnych. Jedli wagi atrybutéw charakteryzuja zto-
zono$é czasowq obliczania wartodci atrybutu, wéwczas nalezy zminimalizowaé
calkowity zlozonoéé czasowa obliczania wartoécl atrybutéw zawartych w cze-
Sciowych regulach asocjacyjnych. Jesli wagi atrybutéw charakteryzuja stopieh
ryzyka lub koszt pomiaru wartodci atrybutu (np. w medycznych lub technicz-
nych diagnozach), wéwczas nalezy zminimalizowaé catkowite ryzyko (catkowity
koszt).

Algorytm zachlanny z dwoma progami

Niech I bedzie systemem informacyjnym zawierajacym n wierszy i m kolumn
oznaczonych przez atrybuty fi1,..., fm, w bedzie funkcjg wagi dla I, ktéra przy-
pisuje dla kazdego atrybutu f; liczbe naturalng w(f;). Liczba }:32 L w(fi;) jest
nazywana wagq reguly asocjacyjnej (fi, = by ) A A (fi, = b,) — fp = bp.
Waga reguly, ktérej lewa strona jest pusta, jest réwna 0.

Niech «, v beda liczbami rzeczywistymi takimi, ze 0 < v < a < 1. Algorytn 7
przedstawia algorytm zachlanny z progami o ¢ ~v, ktéry konstruuje a-regule
asocjacyjna dla (I,r, fp) i funkeji wagi w.

Algorytm 7: Algorytm zachlanny z dwoma progami « i 7y dla konstruowa-
nia czedciowej reguly asocjacyinej

Wejécie: System informacyjny I zawierajacy atrybuty fi,..., fm, wiersz
r = (b1,...,bm) z I, atrybut f, z I, funkcja wagi w dla I, liczby
rzeczywiste e i v takie, 2Ze 0 <y < < 1.
Wyjécie: a-reguta asocjacyjna dla (1,7, fp).
Qe—0; D e— 0 M — [I[UILr f)I(L —o)l; N — [[U 7, fo)l(L -]
while |D| < M do
wybierz fi € {f1,..., fm} \ {fp} 0 minimlanym indeksie i takim, ze
U(I,r, fo, fi) \ D # 0 oraz warto$é min{IU(I,T’;‘:’(;;))\D‘,N_lD” jest minimalna;
Q — Qu{fl}‘ D e DUU(I,’)",fp,fi);
end
return /\fieQ(fi =b;) — fp = by;

¥ - 77 . ; I .
Przez Lgreedy(a) = Lgmedy(a, I,7,.fp,w) jest oznaczana waga a—reguiy aso-
cjacyjnej konstruowanej przez rozwazany algorytm dla danego systemu infor-

macyjnego I, wiersza r, atrybutu fp i funkcji wagi w. Algorytm 7 z réwnymi

50



progami o i v = « Jest nazywany standardowym algorytmem zachlannym. Przez
Lin{et) = Lmin(e, I, 7, fp, w) jest oznaczana minimalna waga a-reguly asocja-
cyjnej dla I, 7 i fp.

Dokladnoéé standardowego algorytmu zachlannego

Dla naturalnej liczby m, oznaczamy H(m) = 1 + % +...+
Ilnm < Him) <lnm+ 1.

%‘ Wiadomo, ze

Twierdzenie 47. Niech I bedzie systemem informacyjnym, r bedzie wierszem
z I, fp bedzie atrybutem z I, U{,r,f) #0, w bedzie funkcjq wagi dla I, a bedzie
liczbg rzeczywistq takg, ze 0< a< 1. WowcezasLZ 4.0 < LminfH (L — |ULT L)])-

‘greedy

Twierdzenie 48. Niech I bedzie systemem informacyjnym zewierajacym m ko-
lumn oznaczonych przez atrybuty fi,..., fm, 7 bedzie wierszem z I, f, bedzie
atrybutem z I, U{I, 7, fp) # 0, w bedzie funkcjq wagi dla I, o bedzie liczbg rzeczy-

wistg, 0< < 1. Wowezas Loy, (@) < Lmin @ H (maxien mp\py U (1,7, fps IDIE

Wielomianowe algorytmy aproksymacyjne

Niech 0 € a < 1. Rozwazany jest nastepujacy problem: dla danego systemu
informacyjnego I, wiersza r z I, atrybutu f, z [, i funkeji wagi w dla I, nalezy
znaleZé a-regule asocjacyjng dla I, 7 i fp o minimalnej wadze.

Twierdzenie 49. Niech 0 < a < 1. Problem konstruowania o-reguly asocjo-
cyjnej o minimalnej wadze jest N P-trudny.

Twierdzenie 50. Niech 0 < o < 1. Jesli NP € DTIM E(nCUogl8m))  y61-
czas dla dowolnego €, 0 < € < 1, nie istnieje algorytm o zloZonosci wielomiano-
wej, ktéry dla danego systemu informacyjnego I, wiersza r z I, atrybutu fp 2 I
taktego, Ze U(I, 1, fp) # 0, i funkcji wagi w dla I, konstruuje a-regule asocjacyjng
dla (1,7, fp), ktérej waga wynosi najwyzej (1—&) Lin(a, 1,7, fp, w) In U, 7, fp)].

Algorytm zachlanny z dwoma progami vs. standardowy algorytm za-
chlanny

Niech I bedzie binarnym systemem informacyjnym zawierajacym n wierszy i m
kolumn oznaczonych przez atrybuty fi,..., fm. Niech r = (by,...,bm) bedzie
wierszem z I 1 f, bedzie atrybutem z I. Powiemy, ze tréjka (I, v, fp) jest mniejszg
trigkg nadl jedli liczb —b, w kolumnie f, jest co najmniej %.
Twierdzenie 51. Niech bedg badane binarne systemy informacyjne zawierajgce
n > 8 wierszy 1 m kolumn oznaczonych przez atrybuty fi, ..., fm. Czesc syste-
méw informacyjnych I, w ktérych dla kazdej mniejszej trogki (I,v, fp) nad I,
istnieje funkcja wagi w dla I oraz liczby rzeczywiste o,y takie, 26 0 < vy < a < 1

iLgmedy(a, I,r, fpow) < Lgrccdy(a,l, 7, fp, W), wynosi co najmniej

nm2*™  nim
1= =

n2 om

4

51



Rozszerzone algorytmy zachlanne

Przedstawione wyniki pokazuja, ze algorytm zachlanny z dwoma progami « 1y
jest, w pewnym sensie, interesujacy. Ponizej zostanie przedstawiona modyfika-
cja tego algorytmu, ktéra pozwala wykorzystaé zalety algorytmu zachlannego
z dwoma progami pomijajac badanie wszystkich wartosci drugiego progu . Mo~
dyfikacja ta jest okres$lana jako rozszerzony algorytm zachlanny.

Niech I bedzie systemem informacyjnym zawierajacym m kolumn oznaczo-
nych przez atrybuty fi,..., fm, r = (b1,...,bn) bedzie wierszem z I, f, bedzie
atrybutem z I, U(I,r, fp) # 0, w bedzie funkcja wagi dla I, « bedzie liczba
rzeczywista taka, ze 0 < a < 1.

Nie jest mozliwe efektywnie badaé wszystkie v takie, ze 0 < v< a. Zamiast
tego badane sa wszystkie liczby naturalne N takie, 2e M <N <|{U(l,r,fp)|, gdzie
M = [|UI,r,f)|l— )] (zobacz Algorytm 7). Dla kazdego N € {M,..,|UI,r,f)l},
stosowany jest Algorytm 7 z parametrami M i N dla (I,r, fp) 1 w, a nastep-
nie, sposrdd skonstruowanych a-regul asocjacyjnych, wybierana jest a-regula
asocjacyjna o minimalnej wadze.

Granice Lyin(a) i L;reedy(a)

Na podstawie danych uzyskanych podczas pracy algorytmu zachtannego z dwo-
ma progami zostala znaleziona najlepsza dolna granica wartosci Liin (), zalezna
od tych danych. Algorytm zachlanny z progami « i «y jest stosowany dla systemu
informacyjnego I, wiersza r, atrybutu f, i funkcji wagi w. Podczas konstruowa-
nia a-reguly asocjacyjnej algorytm zachtanny sekwencyjnie wybiera atrybuty
fgu' -')fg.f‘

Oznaczamy U(I,7, fp, foo) = B 160 = 0. Dla i = 1,...,¢, oznaczamy §; =
U7, fo, fg I\NU, 7, fps fgo) U - WU, 7, fp, oo 1w = w(fy,). Jako dane
o pracy algorytmu zachlannego stosowane sa liczby Mp = Mp(a, v, I, v, fp,w) =
HU(I7 e fp);(l - O‘ﬂ iNp = NL(a7 v Ay th w) = HU(I7 7 fP)I(l - ’Yﬂ: n-tki
Ap=ArlayIr fpw)=01,.. .60 1 W =Wrlo,y,Ir, fpw)=(w1,.. ., wy.

Wiy (M —(So+...+8:))
min{diy1,Nr,~{do+...+8:)}
or{a, ) = orle, v, I, v, fp,w) jest definiowany nastepujaco:

Dla i = 0,...,t — 1, oznaczamy p; = [ -l Parametr

or(a,v) =max{g;:1=0,...,t —1}.

Twierdzenie 52. Parametr or(c,7y) jest najlpeszg dolng granicg Lmin(c) za-
lez'n@ od My, Ny, AL, i Wp.

Zbadano takze pewne wiadciwosci parametru or (o, v) 1 uzyskano dwie gérne
granice wartosci Lgmcdy (c), ktére nie zalezg bezpodrednio od liczebnosci zbioru
U(I,r, fp) 1 liczbnosci podzbioréw U(I,r, fp, fi). Ponizej przedstawiono jedna
z tych granic.

Twierdzenie 53. Niech I bedzie systemem informacyjnym, r bedzie wierszem
z 1, fp bedzie atrybutem z I, U(I, 7, fp) # 0, w bedzie funkcjg wagi dla I, o,y
bedq liczbami rzeczywistymi i 0 < v < o < 1. Wéwezas L] 4 (o, I, 7, fp,w) <

greedy
QL(’Y, Y Ia T fp7 'lU) <hl (ﬁ) + 1) .
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‘Whuiosek 7. Niech ¢ bedzie liczbg rzeczywistq oraz 0 < ¢ < 1. Wiowczas dla
dowolnego o, € < o < 1, zachodzi: op(e, &) < Lmin(e) < Lgpeeqy (@) < or(a —
ga—e)(In(l)+1).

Na przyklad, ln('o’f%‘i> +1 < 5611 1n(5%) + 1 < 3.31. Uzyskane wyniki
pokazuja, ze dolna granica Lmin{c) 2 or (e, &) nie jest trywialna.

7.3 Podejscie oparte na dynamicznym programowaniu dla
optymalizacji regut asocjacyjnych

W tym rozdziale, na podstawie pracy [67], przedstawiono zastosowanie podejscia
opartego na dynamicznym programowaniu dla optymalizacji regul asocjacyjnych
wzgledem pokrycia. Rozwazane podejicie moze zosta w prosty sposéb rozsze-
rzone dla innych funkcji kosztu np. diugosé, liczba blednych zaklasyfikowan oraz
dla sekwencyjnej optymalizacji wzgledem wybranych funkeji kosztu.

Rozdzial 6 po$wiecony byl badaniu podejécia opartego na dynamicznym pro-
gramowaniu dla optymalizacji regul decyzyjnych a rozwazane tablice decyzyjne
byly spéjne tzn. nie zwieraly wierszy o tych samych wartodciach atrybutéw wa-
runkowych i réznych decyzjach. W sytuacji, kiedy badane sa reguly asocjacyjne
dla systemdw informacyjnych i kiedy kazdy atrybut jest sekwencyjnie rozwazany
jako atrybut decyzyjny, moga pojawié sie niespGjne tablice decyzyjne, tj. tablice
zawierajace rowne wiersze o réznych decyzjach. Zatem podejécie przedstawione
w rozdziale 6.1, zostalo rozszerzone dla przypadku niespéjnych tablic decyzyj-
nych. Wymagalo to wykonania zmian w definicjach, algorytmach (nowy warunek
stopu), dowodach poprawnosci algorytméw oraz w oprogramowaniu.

Niech I bedzie systemem informacyjnym zawierajacym n wierszy i m kolumn
oznaczonych przez atrybuty fi,..., fm. Dla kazdego fp € {f1,..., fm}, system
informacyjny I jest transformowany do postaci tablicy decyzyjnej Ir,. Kolumna
fp jest usuwana z I i powstaje tabela z m — 1 kolumn oznaczonych przez atrybu-
ty f1,.oo, oty fpr1s - oo fm. Wartodel atrybtu f, zostaja dolaczone do wierszy
uzyskane] tabeli, ktéra jest oznaczona jako Iy,. Wartodei te sa interpretowane
jako decyzje. Niech r bedzie wierszem z I i ry, bedzie wierszem z Iy, uzyskanym
z T przez usuniecie wartoéci atrybutu na przecigciu z kolumng fp. Definicja nie-
redukowalnej O-reguly asocjacyjnej dla (I,r, fp) jest pominigta, gdyz jest bliska
definicji nieredukowalnej reguly decyzyjnej dla Iy, i ry,. Zamiast nieredukowal-
nych 0O-regul asocjacyjnych dla (I,r, fp), mozna badaé nieredukowalne reguly
decyzyjne dla Iy, i 7y,.

Podejscie oparte na dynamicznym programowaniu dla badania tablic decy-
zyjnych Iy, jest bliskie podejéciu dynamicznego programowania rozwazanemu
w poprzednim rozdziale. Gléwna réznica jest to, Zze Iy, moze zawieraé réwne
wiersze o tych samych lub réznych decyzjach. W szczegblnodcl, nalezy rozwa-
zy¢ inng definicje pojecia tabela zdegenerowana. Niespdjna tablica decyzyjna T
jest nazywana zdegenerowana, jesli jest pusta lub wszystkie wiersze w T' maja
przypisang ta sama decyzje lub wszystkie wiersze w T sa réwne. Zmodyfikowany
zostal algorytm, ktéry konstruuje skierowany graf acykliczny Ao(T) dla danej
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Tabela 4: Maksymalne pokrycie regul asocjacyjnych

Zbi6r danych [WierszeJAstr[Min[Avg Max
adult-stretch 18 5 4 7.0 3
breast-cancer |266 10 |5 41.143 |65
cars 1728 7 1 336.319|576
hinyes-roth 65 B 3 |7.435 |12
lenses 24 5 2 7.058 12
monks-1-test 432 7 12 [45.0 108
imoniks-3-test 432 7 36 [56.0 1u8
shuttle-landing|15 7 6 7.8 9
teeth 23 ] 8 12.652 |15
tic-tac-toe 058 iU 12 187.282 |90
zoo-data 59 17 |31 [34.814 [35

tablicy decyzyjnej T oraz procedura optymalizacji regul decyzyjnych wzgledem
pokrycia.

Niech r bedzie wierszem z I. Dla dowolnego fp € {f1,..., fm}, O-reguly
asocjacyjne dla (I,, fp) beda nazywane regutami asocjacyjnymi dla I i r. Ce-
lem jest opisanie calego zbioru nieredukowalnych regul asocjacyjnych dla I i r
o maksymalnym pokryciu.

Dla kazdego fp € {f1,.- -, fm}, konstruowana jest tablica decyzyjna Iy, i graf
Ao(If,). Dla wiersza 7, tworzony jest wiersz vy, i zostaje zastosowana proce-
dura optymalizacji wzgledem pokrycia do grafu Ag(ly,) i wiersza ry,. W wy-
niku mozna opisaé caly zbiér Rul.ae( 1, y(Is,,75,) nieredukowalnych regul de-
cyzyjnych dla Iy, i r;, o maksymalnym pokryciu Optzo( pr)(l 4,,7f,)- Niech
eI, r)y = max{OptZo(pr)(pr, 7g,) 1P =1,...,m}. Wéwczas zbi6r

U Rulag(ry,(I5,575,)

jest réwny zbiorowi wszystkich nieredukowalnych regul asocjacyjnych o maksy-
malnym pokryciu dla I i r.

Tabela 4 przedstawia wyniki eksperymentéw zwiazane z maksymalnym po-
kryciem nieredukowlanych regul asocjacyjnych. Kazdy zbiér danych z Repozy-
torium Uczenia Maszynowego [11], traktowany byl jako system informacyjny I.
Dla kazdego wiersza r 2z I, zostalo uzyskane maksymalne pokrycie nieredukowal-
nej reguly asocjacyjnej dla I i r. Nastepnie, dla wierszy z I zostala wyliczona
minimalna warto$¢ pokrycia reguly asocjacyjnej dla I i r o maksymalnym po-
kryciu (kolumna “Min”), maksymalna warto$¢ pokrycia takiej reguly (kolumna
“Max”) i §rednia wartos$é pokrycia regul asocjacyjnych o maksymalnym pokryciu
- jedna regula dla kazdego wiersza (kolumna “Avg”).

W pracy [67] przedstawiono takze wyniki dotyczace $redniej liczby wierz-
cholkéw i krawedzi dla graféw Ao(Iy,), p = 1,...,m. Dla rozwazanych, malych
tablic decyzyjnych, uzyskane wyniki sa rozsadne. Dla duzych tablic decyzjnych
nalezy rozwazaé nie caly graf tylko jego cze$é - jak to zostalo przedstawione
w rozdziale 6.2.
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7.4 Podejécie oparte na dynamicznym programowaniu dla
konstruowania systeméw regul asocjacyjnych

W tym rozdziale, na podstawie pracy [4], zostanie opisany algorylm, kidry kon-
struuje, dla danego systemu informacyjnego, system regul asocjacyjnych, ktére
pokrywaja wieksza czedé wierszy. Dla wiekszodel rozwazanych systeméw infor-
macyjnych liczebno§é konstruowanego systemu regul jest rozsadna. Rozwazany
algorylm symuluje, w pewnym sensie, pracg algorytmu zachtannego dla proble-
mu pokrycia zbioru: algorytm w kazdej iteracji wybicra regule, ktéra pokrywa
maksymalna liczbe wierszy wezedniej niepokrytych. Fakt ten pozwolil uzyskad
nietrywialne dolne granice minimalnej liczebnodci systemu regul, na podstawie
danych uzyskanych podczas pracy tego algorytmu. Rozwazany algorytm uzywa
metody dynamicznego programowania do wyboru reguly, ktéra pokrywa mak-
symalna liczbe niepokrytych wezedniej wierszy.

Podstawowe pojecia

System informacyjny I jest tabela posiadajaca n 4 1 kolumn oznaczonych przez
atrybuty fi,..., fas1. Wiersze tabeli sa wypelnione przez nieujemne liczby cal-
kowite interpretowane jako wartodci atrybutéw.

Reguly asocjacyjng dla I jest regula postaci

(Ffiu = a1) Ao A (fire = am) = f; = a,

gdZie ./J € {fl’ B fTH-l}a fiu ey fim € {fl) e ;fn-H} \ {/1}7 i a,ay,. . .,am 8§
nicujemnymi liczbami calkowitymi.

Pojecie reguly asocjacyjnej dla I jest zwigzane z pojeciem tablicy decyzyjnej
i reguly decyzyjnej. Badane sa dwa rodzaje tablic decyzyjnych: tablice z wielo-
wartosciows decyzja oraz tablice z jednowartosciowa decyzja.

Tablica decyzina z wielowartosciowq decyzig T jest tabels posiadajaca n ko-
lumn oznaczonych przez atrybuty warunkowe fi,...,fn. Wiersze tej tabeli sg
parami rézne i sa wypelnione przez nieujemne liczby calkowite interpretowane
jako wartodci atrybutléw warunkowych. Kazdy wiersz r ma przypisany skoficzony,
nicpusty zbidr D(r) nieujemnych liczb catkowitych interpretowanych jako decy-
zje (wartodci atrybutu decyzjnego). Dla danego wiersza r z T, nalezy znalezé
decyzie ze zbioru D(r).

Tablica decyzyjna z jednowartodciowq decyzig T jest tabela posiadajgca n ko-
lumn oznaczonych przez atrybuty warunkowe fi,...,fn. Wiersze tej tabeli sg
parami rézne i sa wypelnione przez nieujemne liczby calkowite interpretowane
jako wartodci atrybutéw warunkowych. Kazdy wiersz r ma przypisana nieujem-
na liczbe calkowita d(r) interpretowana jako wartosé atrybutu decyzyjnego. Dla
danego wiersza r z T', nalezy znalezé decyzje d(r). Tablice decyzyjne z jednowar-
todciows decyzja moga by¢ traktowane jako specjalny rodzaj tablic decyzyjnych
z wielowartoéciowa decyzja, w ktérych D(r) = {d(r)} dla kazdego wiersza r.

Dla kazdego atrybutu f; € {/1,. . .,/nt1}, sSystem informacyjny I jest przekszial-
cany do postaci tablicy decyzyjnej Iy,. Kolumna f; zostaje usunigta z I, powstaje
tabela zawierajaca n kolumn oznaczonych prazez atrybuty fi,. .., fet, it o frrt.



Wartodcl alrybutu f; zostajs przypisane do wierszy uzyskanej tabeli Iy, jako
decyzje.

Tabela I;, moze zawieraé réwne wiersze. Tabela ta jest przeksztalcana do po-
staci dwéch tablic decyzyjnych: z wielowartosciows decyzja i 2z jednowartosciows,
decyzjg. Tablica decyzyjna I} ™" z wielowartoiciowa decyzja powstaje z tabeli
I, przez zastapienie kazdej grupy réwnych wierszy, jednym wierszem z grupy do
ktérego zostaje przypisany zbidr decyzji, ktére byly przypisane do wszystkich
wierszy z grupy. Tablica decyzyjna I Jf:” z jednowartodciows decyzja powstaje
z tabeli Iy, przez zastapienie kazdej grupy réwnych wierszy, jednym wierszem
z grupy do ktérego zostaje przypisana najbardziej wspdlna decyzja dla grupy.

Przez ™ ¥(I) jest oznaczany zbiér {I}’f“”,. . .,I}Z:’} tablic decyzyinych z wie-
lowartosciowa decyzja uzyskanych z systemu informacyjnego I. Przez &% ()
jest oznaczany zbidr {I ;l'”, | ;:’1 } tablic decyzyjnych z jednowartoéciows, de-
cyzja, uzyskanych z systemu informacyjnego I. Poniewaz tablice decyzyjne z jed-
nowartodciows decyzjg sa szczegblnym przypadkiem tablic decyzyjnych z wielo-
wartoéciowa decyzja, przedstawione zostanie pojecie reguly decyzyinej dla tablic
z wielowartodciows decyzja.

Niech 7" € $™~¥(I). Dla uproszczenia, niech T = I}”;” Atrybut fp4; jest
rozwazany jako atrybut decyzyjny tabeli T. Przez Row(T) jest oznaczany zbiér
wierszy z T Niech D(T") = U,.¢ gow(ry D(7)-

Tablica T jest nazywana zdegenerowana jesli jest pusta lub posiada wspdl-
ng decyzje, tzn. (¢ p ow(T) D(r) # 0. Przez N(T) jest oznaczana liczba wierszy
w tabeli T i dla dowolnego | € w, gdzie w jest zbiorem nieujemnych liczb cal-
kowitych, przez N(T,t) jest oznaczana liczba wierszy r z T takich, ze t € D(r).
Przez med(T) jest oznaczana najbardziej wspdina decyzja dla T, ktéra jest mini-
malng decyzja to z D(T") takg, ze N(T,t0) = max{N(T,t) : t € D(T)}. Jedli T
jest pusta wéwcezas med(T) = 0.

Dla dowolnego atrybutu warunkowego f; € {f1,..., fn}, przez E(T, f;) jest
oznaczany zbidér wartodci atrybutu f; z tabeli T'. Przez E(T) jest oznaczany zbiér
atrybutéw warunkowych dla ktérych |E(T, f;)| > 2.

Niech T" bedzie niepusty tablicg decyzyjng. Podlabela tabeli T to tabela uzy-
skana z T przez usunigcie pewnych wierszy. Niech f;, ..., fi,, € {f1,..., fa}
Pay,...,a;m € w. Przez T(fi;,a1) ... (fi,,,am) jest oznaczana podtabela tabeli
T zawierajaca wiersze z T', ktdre na przecieciu z kolumnami f;,, ..., f;, posia-
daja, odpowiednio, wartodci ai, ..., am.

Jako miara niepewnosci dla niepustej tablicy decyzyjnej badana jest wzgledna
liczba bigdnych zaklasyfikowari rme(T) = (N(T') — N(T,mcd(T)))/N(T), gdzie
N (T, med(T)) jest liczbg wierszy » w T’ zawierajacych najbardziej wspélna de-
cyzje dla T w D(r).

Regulg decyzyjng nad T jest wyrazenie postaci

(fu=a) A oA (fir, = am) = frp1 =1t (9)
gdzie fi,. .\ fi, € {f1s-- s fatiai,...,am,t s3 liczbami ze zbioru w. Mozliwe
jest, ze m = 0. Dla rozwazanej reguly, T = T i jeslim > 0,dlaj = 1,...,m,



T/ =T(fi,,a1) .. (fi;,a5)- Regula decyzjna (9) pokrywa wiersz v = (by,...,by)
z T, je$li r nalezy do T™, tj. by, = as1,..., b, = am.

Regula decyzjna (9) nad T jest nazywana regulg decyzing dla T, jedli t =
med(T™) i jesli m > 0, wéwczas T771 jest niezdegenerowana dla j = 1,...,m
i fi; € E(T9"1). Przez DR(T) jest oznaczany zbiér regul decyzyjnych dla T'.

Niech p bedzie regula decyzyjna dla T, ktéra jest réwna ©). Wartosé rmelp) =
rme(T™) jest nazywana niepewnoscig reguly p. Niech o bedzie liczba rzeczywi-
sta taka, ze 0 < a < 1. Regula decyzyjna p dla T jest a-regulq decyzyjng dla T,
jesli rme(T, p) < a. Jesli o = 0 (w tym przypadku, dla kazdego wiersza r po-
krytego przez p, zbiér D(r) zawiera decyzje z prawej strony reguly p), wéwczas
p jest dokladng regula. Przez DR, (T) jest oznaczany zbidr a-regul decyzyjnych
dla T

Algorytm dla konstruowania systemu regul asocjacyjnych

a-Reguly decyzyjne dla tablic z $™7%(I) mogg by¢ rozwazane jako o-reguly
asocjacyjne (modyfikacja dla modelu tablic decyzyinych z wielowartosciows de-
cyzja) dla systemu informacyjnego I. a-Reguly decyzyjne dla tablic decyzyjnych
z @°~¥(I) moga by¢ rozwazane jako a-reguly asocjacyjne (modyfikacja dla mo-
delu tablic decyzyjnych z jednowartoéciows decyzja) dla systemu informacyjne-
go I. Ponizej zostanie przedstawiony algorytm dla konstruowania systemu regut
asocjacyjnych dla I zar6éwno w ramach modelu tablic decyzyjnych z wielowar-
tosciowa decyzja, jak i modelu tablic decyzyjnych z jednowartosciows decyzja.
Poniewaz tablice decyzyjne z jednowartosciows decyzja moga byé traktowane
jako specjalny rodzaj tablic decyzyjnych z wielowarto$ciowa decyzja, przedsta-
wione wyniki dotycza gléwnie modelu tablic decyzyjnych z wielowartosciowsa
decyzja.

Niech T = I}C’"‘:’ Niech S bedzie niepustym, skoficzonym zbiorem a-regul
decyzyjnych dla T (system a-regul decyzyjnych dla T) i 8 bedzie liczbg rzeczy-
wistag taka, ze 0 < § < 1. S jest nazywany (-systemem c-regul decyzyjnych dla
T, jedli reguly z S pokrywaja co najmniej (1 — 8)N(T') wierszy z T

Badany jest algorytm a-g-Reguly, ktéry dla tablicy decyzyjnej T oraz liczb
rzeczywistych v 1 3, 0 < o € 11 0 € 8 < 1, konstruuje F-system a-regul de-
cyzyjnych dla T. W kazdym kroku algorytm wybiera (korzystajac z algorytmu
dynamicznego programowania [3]) regule decyzyjna, ktéra pokrywa maksymalna
liczbe niepokrytych dotychczas wierszy. Algorytm kohczy prace, kiedy skonstru-~
owane reguly pokrywaja co najmniej (1 — 8)N(T) wierszy z T. Przez Ruleq g(T')
jest oznaczany skonstruowany system regul.

Przez C(T, o, B) jest oznaczana minimalna liczebno$é B-systemu o-regul de-
cyzyjnych dla T. Oczywiste jest, ze C(T, «, 8) < |Ruleq,g(T)|. Korzystajac z da~
nych uzyskanych podcezas pracy algorytmu o-f-Reguly, mozna uzyskaé dolna
granice parametru C(T, o, 8). Niech podczas konstruowania S-systemnu a-regul
decyzyjnych dla T, algorytm a-8-Reguly wybiera odpowiednio reguly p1,..., ps.
Niech By, ..., By beda zbiorami wierszy z T pokrytymi, odpowiednio, przez regu-
1y Ply .-y Pt- Zbiér B() - @, 50 =0 i, dlai = 1,. .,,t, 51 = |Bi\(BQU...UBi_1)I.
Dane uzyskane podczas pracy algorytmu to n-tka {§1,...,0;) oraz liczby N(T) i .
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Na podstawie wynikéw uzyskanych w [38] dotyczacych pracy algorytmu za-
chlannego dla problemu pokrycia zbioru wynika, ze C(T, , 8) 2 UT, «, 8), gdzie

l(T,a,ﬁ)):max{w(l__ﬂ)N(Tﬂ _(5°+"'+5")1 :i:D,...,t—l}.

5i—{—l

W wyniku zastosowania algorytmu a-3-Reguly, dla kazdej tablicy decyzyinej
T € ™~ V(]), konstruowany jest zbidr regul Rule, g(T). W wyniku powstaje
system regul (a-reguly asocjacyjne dla systemu informacyjnego I — modyfika-
cja dla modelu tablic decyzyjnych z wielowartosciowa decyzja) Ruley 5*(I) =
Uregm-»(r) Ruleq,s(T). System ten zawiera, dla kazdego T € $™7 (), pod-
system, ktéry jest [-systemem a-regul decyzyjnych dla T. Przez C™ (I, o, )
jest oznaczana minimalna liczebno$é tego systemu. Mozna pokazaé, ze

Lm(l e, p) O™, f) KU™(1, 00, B),

L™¥(1,0,6) = Lregn-sqry UT,0,8) 1 U™ (1,0, 6) = | Rulel5"(1)].

Takie samo podejécie mozna zastosowaé dla zbioru @°~Y(I) tablic decyzyj-
nych z jednowartodciows decyzja. Wynikiem jest system regul (a-reguly asocja-
cyjne dla systemu informacyjnego I — modyfikacja dla modelu tablic decyzyjnych
z jednowartosciows decyzja) Rule, 5 (I) = Ureg:-v(r) Rulea,s(T), ktbry zawie-
ra dla kazdego T € #°~7(I), podsystem, ktéry jest S-systemem c-regul decy-
zyjnych dla T'. Przez C*7?(I, o, 3) jest oznaczana minimalna liczebnoéé takiego
systemu. Mozna pokazad, ze

LI, 8) < C°7V(1,0, ) U1, e, ),

L7¥(1,0,8) = Spege-v(ny {T, 0, 8) i US™(I, 0, ) = | Rules 3 (D).

Wyniki eksperymentéw

Eksperymenty zostaly wykonane na zbiorach umieszczonych w Repozytorium
Uczenia Maszynowego [11]. Przygotowano 12 zbioréw danych, ktére byly tra-
kowane jako systemy informacyjne. Tabela 5 przedstawia gérne/dolne grani-
ce wartoéci C™ (I, @, ) (kolumna “many-val”) i dla C*~¥(I,a, ) (kolumna
“single-val”), dla par (¢ =0, =0)1 (= 0.3, 8 = 0.2).

Mozna zauwazyé, dla tablic z wielowartosciowa decyzja, ze gérne i dolne
granice liczby regul sa mniejsze lub réwne wartodciom granic dla tablic de-
cyzjnych z jednowarto$ciowsa decyzja. Podczas eksperymentéw ustawiono prég
30x (liczba atrybutéw) jako rozsadna gérna granice liczby regul, jesli system re-
gul stosowany jest dla reprezentacji wiedzy. W przypadku o =01 8 = 0, prég
zostal przekroczony dla pieciu systemdéw informacyjuych (wartoéci pogrubione):
balance-scale, breast-cancer, cars, hayes-roth-data i tic-tac-toe. Badanie przybli-
zonych regul oraz czesciowych pokryé moze poprawic ta sytuacje. W przypadku
a=0.310 = 0.2, prég zostal przekroczony dla trzech systeméw informacyjnych:
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Tabela 5: Calkowita liczba regut (gérna granica / dolna granica)

adult-stretch 16 5 1 10 o 8 1 10 o 8
balance-scale 625 5 847 709 807 373 390 364 50 a8
broast-cancer 266 | 10 [[PORL 71984~ 1401 1% oo
cars wras | 7 || 01250 Soa | o 33
hayes-roth-data &9 5 189 117 161 105 115 3 105 68
lenses 24 | s |[*° s sl =l 2
3 5
monks-1-test 432 7 % ~ a0 - 25 — ER -
monks-3-test 432 7 36 30 22 19 2 21 16 14
shuttle-landing 15 7 47 35 42 33 30 21 27 20
- 3 3
teeth 23 9 114 6 114 o 63 - 65 o
tic-tac-toe 958 10 5186 e 5186 Tia 1508 Tar 1508 T
zoo-data 59 17 159 84 48 70 5L a7 49 a7

balance-scale, breast-cancer i tic-tac-toe, kiedy badane byly tablice decyzyjne
z jednowarto$ciowa decyzja i dla dwéch systemédw informacyjnych: breast-cancer
i tic-tac-toe, kiedy badane byly tablice decyzyjne z wiclowartosciowa decyzja.

W przyszlych badaniach przedstawione podejécie zostanie rozszerzone o po-
dejécie zaproponowane w [65] (rodzial 6.2) dla konstruowania systeméw regut
asocjacyjnych. Podejscie to pozwala konstruowaé reguly o wartosciach pokrycia
bliskich warto$ciom maksymalnym i wymaga mniej czasu, niz podejécie oparte
na dynamicznym programowaniu.

7.5 Poréwnanie heurystyk dla optymalizacji regul asocjacyjnych

W rozdziale tym, na podstawie pracy [5], zostanie przedstawionych pieé heury-
styk zachlannych dla konstruowania regul asocjacyjnych i zostang one poréwna-
ne z punktu widzenia diugosci i pokrycia konstruowanych regul. Uzyskane wyniki
zostana takze poréwnane z wynikami optymalnymi dotyczacymi pokrycia i diu-
gosci regul decyzyjunych konstruowanych za pomoca algorytinéw dynamicznego
programowania. Srednia relatywna réznica pomiedzy diugoscia konstruowanych
regul przez najlepsza heurystyke a minimalna dlugoscia regul wynosi najwyzej
4%. Taka sama sytuacja wystepuje w przypadku pokrycia.

Poza nowymi pojgciami zostaly wykorzystane definicie i pojecia z rodzia-
tu 7.4. Niech I bedzie systemem informacyjnym zawierajacym n + 1 kolumn
oznaczonych przez atrybuty fi,..., fni1. Powiazany jest z nim zbiér @™~ ?([)=
{ FARM .,I}::’} tablic decyzyjnych z wiclowartodciowa decyzja i zbiér 577 (1) =
37% I!f;:’l} tablic decyzyjnych z jednowarto$ciowa decyzja. Zbiory te po-
wstaly przez transformacje systemu informacyjnego 1.

Poniewaz tablice decyzyjne z jednowartodciowa decyzja sa szczegdlnym przy-
padkiem tablic decyzyjnych z wielowartosciowa decyzja, rozwazany bedzie mo-
del tablic decyzyinych z wielowartoéciows decyzja. Niech T € ™~ ¥(I). Dla
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uproszczenia, niech T = I}Z::’ Atrybut fr41 bedzie rozwazany jako atrybut
decyzyjny tabeli T. Przez N(T) jest oznaczana liczba wierszy w tabeli T'. Dla
decyzji a, przez N(T,a) jest oznaczana liczba wierszy r z T takich, ze a € D(r),
iM(T,a) = N(T)—N(T,a). Decyzja a jest wspdlng decyzja dla T jesli a € D(r)
dla dowolnego wiersza r z T. Niech r bedzie wierszem z T. Dokladna regula
decyzyjna dla T, ktéra pokrywa wiersz r jest nazywana requiq decyzyjng dla T
1 7. Liczba wierszy pokrytych przez ta regule jest nazywana pokryciem reguly.
Dlugosé reguly to liczba deskryptoréw (par “atrybut=warto$é”) z lewej strony
reguly.

Heurystyki zachlanne

W tej czedci rozdzialu zostanie przedstawiona praca pieciu heurystyk zachlan-
nych na przykladzie tabeli T = [}Z:) Niech r = (b1,...,b,) bedzie wierszem
w T i a bedzie decyzja z D(r). Heurystka H konstruuje regule decyzyjna dla
T i r. Heurystyka na poczatku konstruuje regule, ktorej lewa strona jest pusta
— fre1 = a, a nastepnie sekwencyjnie dodawane sa deskryptory do lewej strony
reguly. Niech podczas pracy heurystki H, zostala skonstruowana regula:

(fh - bil) A A (fim - bim) = far1 = a.

Regule tej odpowiada podtabela TV = T(fi,,bi,),-- -, (fir: b, ) tabeli T. Jesli
a jest wspdlng decyzja dla T’ wéwcezas praca heurystyki H zostaje zakoficzona
i wynikiem jest skonstruowana reguta. W przeciwnym przypadku, wybierany jest
nowy atrybut f;,. ., i konstruowana jest nowa regula:

(fio = b)) Ao A (i = bi ) A (fiey = bipiy) = o1 =

Przyjete s oznaczenia T = T'(fi. .1 bi,i )y M{fi,,,,ma) = M(T", a) =
N{T")=N(T",a) i RM(f;,,.,,ma)=(NT")=N(T",a))/N(T"), oraz afs,,,,r,a)=
NI, a) = N(IT",a) i B(fir.or 7 a) = M(T',a) — M(T”,a). Ponizej zostanie
opisane jak pie¢ heurystyk zachtannych wybiera atrybut f; ...

Heurystyka “M” wybiera atrybut f;,,,, € E(T”), ktéry minimalizuje wartosé
M(fiprsma).

Heurystyka “RM” wybiera atrybut f;, .., € E(I"), ktéry minimalizuje war-
t08¢ RM (fip1s 7 0).

Heurystyka “maxCov” wybiera atrybut f;,,, € E(I”), ktéry minimalizuje
warto$é a(fs,,,,r, a) biorac po uwage, ze 5(fi,.,,,ma) > 0.

Heurystyka “poly” wybiera atrybut f; ., € E(T"), ktéry maksymalizuje

B(firypqm)
& Fipyyqomma)tl"
Heurystyka “log” wybiera atrybut f;,.., € E(1"), ktéry maksymalizuje war-
B(fipoq:7a)

2@(Fepy s )7

Niech H bedzie jedng z rozwazanych heurystyk. Dla wiersza r tabeli T, zo-
stanie zastosowana heurystyka H do wiersza r i do kazdej decyzji a € D(r).
Wiynikiem jest [D(r)| regul. W zaleznoéci od celu, albo sposréd tych regul wy-
bierana jest regula o minimalnej dhugoéci, albo regula o maksymalnym pokryciu.

wartosé

tosc Tog
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‘Wyniki eksperymentéw

Eksperymenty zostaly wykonane dla 12 systeméw informacyjnych uzyskanych
z Repozytorium Uczenia Maszynowego [11].

Dla kazdego systemu informacyjnego I, zostal skonstruowany zbiér ™ V(1)
tablic decyzyjnych z wielowartosciowa decyzja oraz zbiér °~¥(I) tablic decy-
zyjnych z jednowartosciowa decyzja. Dla kazdego wiersza r kazdej tabeli T €
¢™~Y(]), zostala zastosowana kazda z rozwazanych pieciu heurystyk zachlan-
nych, tak jak zostalo to wezesniej opisane. Heurystykom zastosowanym do wier-
sza r zostaly przypisane rangi odnosnie dlugosci i pokrycia konstruowanych regut
oraz zostala znaleziona, dla kazdej heurystyki, srednia ranga odnosnie dlugoéci
i pokrycia spoéréd wszystkich wierszy dla wszystkich tabel #™~¥(I). Nastepnie
zostala uzyskana érednia sposréd érednich rang 12 systeméw informacyjnych.
Wiyniki przedstawia Tabela 11. Najlepsze trzy heurystyki dla diugosci to M, log
i RM. Najlepsze trzy heurystyki dla pokrycia to poly, log i RM. W ten sam
spos6b zostaly zbadane tablice decyzyjue z jedunowartodciows decyzja (zobacz
Tabela 11). Najlepsze trzy heurystyki dla diugosci to M, RM i log. Najlepsze
trzy heurystyki dla pokrycia to poly, log, and RM.

Dla kazdej heurystki i dla kazdego wiersza r kazdej tabeli T € ™ ¥(I), zo-
stala poréwnana dlugosé reguly konstruowanej przez heurystyke dla r (jest ona
oznaczona jako length_greedy) z minimalna dlugoécia reguly (jest ona oznaczona
jako length_min) 1 zostala obliczona relatywna réznica le”gth'%f;dtﬁ’l;ff;gth'mm
(zakladajac, ze % = 0). Minimalna diugo$é reguly zostala wyznaczona z wy-
korzystaniem algorytmu dynamicznego programowania. Nastepnie zostala ob-
liczona $rednia relatywna réznica spoéréd wszystkich wierszy wszystkich tablic
7z P™Y(T), i zostala uzyskana ogélna §rednia relatywna réznica dla wszystkich 12
systemoéw informacyjnych. Wyniki przedstawia Tabela 12. Najlepsze trzy heury-
styki dla dlugoéci to M (2% réznicy), RM (4%) i log (13%). Takie same badania
zostaly wykonane dla pokrycia i tablic decyzyinych z wielowartosciows decyzja.
Srednia relatywna réznica zostala wyznaczona jako S2uerade-mer— a;ﬁ;’fz"e“qr“d”
gdzie coverage_greedy jest pokryciem reguly konstruowanej przez heurystyke
zachlanng i coverage.mazx jest maksymalnym pokryciem reguly obliczonym za
pomoca algorytmu dynamicznego programowania. Najlepsze trzy heurystyki dla
pokrycia to poly (4% réznicy), log (8%) 1 maxCov (14%).

Tabela 11: Ogdlne rangi dla heurystyk

Hcuristics
poly] log TmaxCov] M | RM
Lengeh 3.3812.256 500 {2.17)2.21
Coverage}1.6711.831 4.00  {4.2113.20
Lengeh [3.33]2.33] 5.00 }[.79]2.54
Coverage|1.67}1.83 3.67 [4.21]3.62

Single-valued decisions

Many-valued decisions

W ten sam sposéb zostaly zbadane tablice decyzjne z jednowartodciowa de-
cyzja (wyniki w Tabeli 12). Najlepsze trzy heurystyki dla dlugoéci to RM (4%
réznicy), M (5%) i log (14%). Najlepsze trzy heurystyki dla pokrycia to poly
(4% réznicy), log (8%) i maxCov (15%).
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Tabela 12: Ogélne $rednie relatywne réznice dla heurystyk

Heuristics
ol Tor [maxGov] M TRM
Single-valued decisions Lenygth 027 fU. 14 0.84 [LO5]0.04
Coverage{).04]0.08 0.15 1.2410.21
Many-valued decisions Length 10.2910.13] 0.83  [0.02]0.04
” Coveragei.04}10.08 0.14 0.2310.20

7 przedstawionych wynikéw eksperymentalnych mozna wnioskowaé, ze dla
minimalizacji dlugosci nalezy stosowaé heurystyke M, mozna tez, heurystyke
RM. Dla maksymalizacji pokrycia nalezy stosowaé heurystyke poly.

W przyszlych pracach mozna wykorzystaé najlepsza heurystyke dla pokrycia,
w algorytmach konstruowania stosunkowo malych systeméw regul pokrywaja-
cych prawie wszystkie obiekty systeméw informacyjnych (zobacz rozdzial 7.4).

8 Podsumowanie

Opracowane algorytmy i przedstawione wyniki badan sa istotne z punktu wi-
dzenia zastosowania regul jako sposobu reprezentacji wiedzy dla spéjnych i nie-
spéjnych tablic decyzyjnych (zbiory przyblizone).

Istotnym osiagnieciem jest konstruowanie regul optymalnych wzgledem réz-
nych kryteriéw za pomoca algorytiméw dynamicznego programowania. Wiele
znanych z literatury algorytméw konstruowania regul, poza podejsciem ”brute-
force®, Boolean reasoning [48] oraz algorytmem Apriori {1], nie zapewnia, ze kon-
struowane reguly sa optymalne. Zastosowanie sekwencyjnej optymalizacji regut
wzgledem wybranej kombinacji funkcji kosztu, diugosé, pokrycie, liczba bled-
nych zaklasyfikowan, pozwala uzyskaé reguly calkowicie optymalne tj. takie,
ktére maja réwnoczesnie, np. minimalna dlugosdé, maksymalne pokrycie 1 mini-
malna liczbe blednych zaklasyfikowan. Nalezy takze podkreslié, ze zastosowanie
sekwencyjnej optymalizacji, podczas konstrukcji regutowych klasyfikatoréw, po-
prawia ich jakosé.

Przedstawione rozszerzenia podejscia opartego na dynamicznym programo-
waniu dla optymalizacji regul, pomimo duzej zlozonosci czasowej, moga zostad
zastosowane do analizy mniejszych zbioréw danych, ze wzgledu na ich znacze-
nie dla celéw naukowych i badawczych. Algorytmy te, stanowia dobry punkt
odniesienia dla badan nad jakosdcia heurystyk zachtannych.

W ramach poszukiwan algorytméw o stosunkowo niskiej zlozonosci czasowej,
badane byly heurystki zachlanne dla konstruowania krétkich regul o duzym
pokryciu. W tym zakresie uzyskano dobre wyniki, gdyz érednia relatywna réznica
odno$nie dlugoéci lub pokrycia regut konstruowanych przez najlepsze heurystki
oraz algorytmy dynamicznego programowania, wynosi 4%.

Na uwage zasluguja takze wyniki teoretyczne, m.in. dotyczace algorytméw
zachlannych z wagami oraz bez wag. Pokazano, na podstawie badan dotycza-
cych problemu pokrycia zbioru, ze algorytimy zachlanne, przy pewnych zaloze-
niach o klasie NP, daja wyniki bliskie do najlepszego wielomianowego algorytmu
aproksymacyjnego minimalizujacego diugosé czedciowych regul asocjacyjnych
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oraz najlepszego wielomianowego algorylmu aproksymacyjnego minimalizujace-
go calkowita wage atrybutéw zawartych w czedciowych regulach asocjacyjuych.
Analiza heurystyk zachlannych doprowadsila do nietrywialnych dolnych i gér-
nych oszacowan dotyczacych minimalizacji dlugosci czesciowych regul asocjacyj-
nych oraz minimalizacji catkowite] wagi atrybutéw zawartych w regutach.

Istniejace metody konstruowania i optymalizacji regul zostaly poszerzone
o podejécie oparte na dynamicznym programowaniu oraz o wazne wyniki ba-
dan dotyczace algorytméw zachtannych. Wiele wynikéw teoretycznych zostato
potwierdzonych eksperymentalnie. Wymienione w rozdziale czwartym zastoso-
wania zaproponowanych algorytméw, potwierdzajg praktyczny aspekt moich ba-
dail oraz ich wklad w rozwdj teorii zbioréw przyblizonych, zwlaszcza z punktu
widzenia reprezentacji wiedzy.

9 Omdwienie pozostalych osiggnieé¢ naukowo-badawczych

Moje pozostate osiagniecia naukowo-badawcze zostaly wyszczegdinione w za-
tgezniku nr 3: “Wykaz opublikowanych prac naukowych lub twérezych prac za-
wodowych oraz informacja o osiagnigciach dydaktycznych, wspéipracy naukowcj
i popularyzacji nauki”.

Ponizej zostang wymienione wybrane prace, ktére obejmujg realizowane przez
mnie kierunki badan podejmowane po doktoracie. Badania te dotyczg m.in. za-
stosowania regul, drzew i testéw (super-reduktéw) jako sposobu reprezentacji
wiedzy.

Prace [7, 72] dotycza konstruowania i optymalizacji regut decyzyjnych za po-
mocg algorytméw dynamicznego programowania. W celu zdefiniowania pojecia
reguly przyblizonej, zostaly wykorzystane inne miary niepewnogci dla tablicy de-
cyzyjnej niz liczba nicuporzadkowanych par wierszy o réznych decyzjach. Przed-
stawiono m.in., wyniki dotyczace sekwencyjnej optymalizacji regul oraz poka-
zano, ze relatywna réznica dotyczaca pokrycia przyblizonych regul decyzyjnych
konstruowanych przez algorytm dynamicznego programowania i algorylm za-
chlanny jest wicksza niz relatywna réznica dotyczaca diugosei konstruowanych
regul. W pracach [66,69] zaproponowano, odpowiednio, dla miar niepewnosci
przedstawionych w 7] 1 [72], zamodyfikowany algorytm dynamicznego programo-
wania. Wyniki eksperymentalne pokazaly, ze uzyskane wartodci pokrycia regut
konstruowanych przez proponowany algorytm sg zazwyczaj bliskie wartodciom
pokrycia regul optymalnych, a rozmiar grafu jest mniejszy niz rozmiar grafu
konstruowanego przez algorytm dynamicznego programowania.

W artykule [6] przedstawiono podejécie oparte na dynamicznym programo-
waniu dla sekwencyjnej optymalizacji regul niedeterministycznych (wzbraniaja-
cych). Eksperymenty potwierdzily istuienie catkowicie optymalnych regul wzbra-
niajacych dla tablic decyzyijnych, tj. regul o minimalnej dlugosdci i maksymalnym
pokryciu.

Praca [8] przedstawia poréwnanie klasylikaloréw opartych na dokladnych
i przyblizonych regutach optymalizowanych za pomocs algorytméw dynamicz-
nego programowania. Pokazano takze, ze zastosowanie dwukryterialnej optyma-
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lizacji (pokrycie + dlugosé lub dlugodé + pokrycie) regul przyblizonych popra-
wia jakos¢ pracy klasyfikatoréw, w pordwnaniu z jednokryterialng optymalizacjg
regul.

Prace [68, 71], sa kontynuacja tematyki przedstawionej w [67] i dotycza zasto-
sowania podejicia opartego na dynamicznym programowaniu dla optymalizacji
regul asocjacyjnych wzgledem pokrycia i dlugosei, takze dla niespdjnych tablic
decyzyjnych.

Praca [73] przedstawia poréwnanie klasyfikatoréw opartych na determini-
stycznych i niedeterministycznych regutach decyzyjnych.

W pracach [45, 46] przedstawiono zastosowanie regut konstruowanych przez
algorytm zachlanny w procesach wnioskowania w bazach wiedzy.

Jestem takze wspdlautorem prac dotyczacych badania algorytmu zachlanne-
go dla konstruowania testéw (super-reduktéw) [12] oraz drzew decyzyjnych [13]
dla tablic decyzyjnych z wielowartodciows decyzja. Przedstawione wyniki doty-
czg m.in., odpowiednio, dokladnodci algorytmu odnognie glebokosci konstruowa-
nych drzew decyzyjnych oraz liczebnodci konstruowanych testéw.

Obecnie, przyjety zostal do druku (Transaction on Rough Sets) artykul {14]
dotyczacy konstruowania przyblizonych regul decyzyjnych za pomocs algoryt-
mu zachlannego dla tablic decyzyjnych z wielowartosciowa decyzja. Celem pracy
jest pokazanie, ze proponowane podejscie dla konstruowania regul jest uzytecz-
ne z punktu widzenia reprezentacji wiedzy. Praca ta stanowi istotne rozszerzenie
publikacji [21] oraz wynikéw badant umieszczonych w [41]. Poza wynikiami teo-
retycznymi praca zawiera wiele wynikéw eksperymentalnych, m.in. dotyczacych
poréwnania liczby réznych regul oraz dlugosci regul dla proponowanego podej-
cia oraz podejécia opartego na uogdlnionej decyzji, znanego w teorii zbioréw
przyblizonych.
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