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4. Wskazanie osiagniecia wynikajacego z art. 16 ust. 2 ustawy z dnia 14 marca 2003 r.
o stopniach naukowych i tytule naukowym oraz o stopniach i tytule w zakresie sztuki
(Dz. U. nr 65, poz. 595 ze zm.):

(a) tytut osiggniecia naukowego: Meta-uczenie w indukcji drzew decyzji

(b) autor, tytut publikacji, rok wydania, nazwa wydawnictwa, Krzysztof Grabczewski,
Meta-Learning in Decision Tree Induction, 2013, Springer.

(c) oméwienie celu naukowego ww. pracy i osiagnietych wynikéw wraz z oméwie-
niem ich ewentualnego wykorzystania.

Gtéwnym celem moich prac podejmowanych w ostatnich latach byto opracowanie me-
tod meta-uczenia w inteligencji obliczeniowej, a w szczegélnosci w dziedzinie indukcji
drzew decyzji. Uwazam, ze problem meta-uczenia jest aktualnie jednym z najwazniej-
szych w dziedzinie i ze jego atrakcyjne rozwigzania moga w przysztosci pozwoli¢ na
bardzo istotny krok naprzéd w kierunku autonomicznych systeméw inteligentnych. Na-
ukowcy zajmujacy sie dziedzing opracowali juz mnéstwo algorytméw uczenia o prze-
ré6znych architekturach i wiasnosciach, pozwalajacych na znajdowanie atrakcyjnych
modeli dla réznych rodzajéw danych. Obecnie, gtéwnym problemem jest nie kwestia
braku adekwatnych metod i potrzeba ich opracowania, a odnalezienie jak najskutecz-
niejszych metod uczacych w gaszczu dostepnych powszechnie algorytméw. Dobér od-
powiednich metod, ktére uzyte we wtasciwej kombinacji i z wtasciwymi parametrami,
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zaowocuja doktadnymi, atrakcyjnymi modelami, jest zadaniem bardzo trudnym nawet
dla ekspertéw.

Podstawowe zadania meta-uczenia to automatyczne wyszukiwanie odpowiednich al-
gorytméw uczacych, gromadzenie meta-wiedzy o zaletach i wadach réznych metod, o
okolicznosciach, w ktérych odpowiednie kombinacje metod prowadza do doktadnych
modeli oraz wykorzystywanie tej wiedzy w dalszych procesach uczenia. Kazde z tych
zadan moze by¢ rozwigzywane na przerézne sposoby. Ani cel meta-uczenia, ani jego
metodyka nie sa okreslone wasko i precyzyjnie, by mogly by¢ tatwo i jednoznacznie
realizowane. Nawet po bardzo istotnym zawezeniu zakresu badari (np. do okreslenia
optymalnych postaci danych uczacych dla konkretnej metody uczenia maszynowego,
czy tez do analizy skutecznosci réznych konfiguracji parametréw danego algorytmu
uczacego si¢), zadanie zwykle pozostaje NP-trudne, jednakze juz dzisiaj znajdywanie
atrakcyjnych, bliskich optymalnym, rozwiazan wydaje sie by¢ w zasiegu naszych moz-
liwosci (merytorycznie i obliczeniowo).

Z racji wczesniejszego zainteresowania algorytmami indukcji drzew decyzji, oraz ze
wzgledu na ich duzg popularno$¢, uznatem za wlasciwe podjecie tematu meta-uczenia
szczeg6lnie w odniesieniu do tego typu algorytméw.

Aby sprawnie podejmowac kwestie meta-uczenia w dziedzinie drzew decyzji, potrzeb-
ne byly bardzo duze naktady pracy, by przygotowac droge do ostatecznego celu. Zabraty
one sporo wysitku i czasu, ale byly niezbedne i otworzyly duzo nowych mozliwosci
przysztych badari. Wysitki te mozna podzieli¢ na kilka etapéw:

e analiza istniejacych algorytméw indukcji drzew decyzji pod katem mozliwosci ich
unifikacji,

e opracowanie ogélnego modelu algorytméw drzew decyzji pozwalajacego na spraw-
ne konstruowanie algorytméw przez kombinacje kompatybilnych metod szczegé-
towych,

o rozwdj ogdlnych metod meta-uczenia tzn. mechanizméw jednolitego zarzadzania
parametrami algorytméw uczacych sie oraz dostepu do uzyskiwanych przez nie
wynikéw,

e analiza eksperymentéw poréwnawczych wykonanych z uzyciem alternatywnych
metod rozwigzywania poszczegélnych podzadar,

e opracowanie algorytméw meta-uczenia, ktére w sposéb w petni automatyczny
badZ pétautomatyczny ekstrahuja meta-wiedze z wykonywanych eksperymentéw
obliczeniowych oraz wykorzystuja te meta-wiedze w procesach doboru algoryt-
méw uczacych sie dla konkretnych zadan.

Wszystkie wyliczone powyzej cele opisatem szerzej w ksigzce pt. “Meta-Learning in
Decision Tree Induction”, ktérg przedktadam jako rozprawe habilitacyjna. Rozprawa
zostala przygotowana w taki sposéb, by przedstawiac istotne elementy ztozonej drogi
do zaawansowanych algorytméw meta-uczenia. Bedac opisem prowadzonych przeze
mnie badar, jest jednoczesnie pomyslana jako spéjne Zrédto wiedzy nt. metod indukgcji
drzew decyzji, ktérego wciaz brakowato na rynku publikacji mimo, ze dostgpne s3
tysigce artykutéw poruszajacych rézne drobne aspekty tej dziedziny.

Wiele popularnych i mniej znanych technik stosowanych w indukcji drzew decyzji
zostato przeanalizowanych w rozdziale 2. Analiza ta stata si¢ podstawg opracowania
ogblnego schematu algorytméw, ktéry pozwala wyodrebni¢ elementy konstrukcyjne al-
gorytméw, pogrupowac je wedtug celéw i stosowanych technik oraz sktadac te elementy
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na mnéstwo sposobéw w celu uzyskania réznych algorytméw budujacych modele w
postaci drzew decyzji. Tak uporzadkowany przeglad oraz wynikly ogdlny algorytm sa
przedstawione w trzecim rozdziale ksigzki.

Sprawne postugiwanie sie algorytmami indukcji drzew decyzji jest mozliwe tylko wtedy,
gdy oprécz metod konstrukcji drzew mamy réwniez do dyspozycji narzedzia pozwala-
jace na wykonywanie wielokrotnych testéw, przygotowywanie danych do uczenia na
wiele sposobéw (ré6zne transformacje danych) oraz estymacje jakosci powstatych mode-
li (np. szacowanie doktadnosci klasyfikatoréw, wykonywanie testéw statystycznych dla
oceny istotnosci réznic itp.). Dlatego tez, jednym z istotnych (i bardzo czasochtonnych)
krokéw w kierunku meta-uczenia bylo opracowanie ogélnego systemu do konstrukgiji i
testowania maszyn uczacych sie. W latach 1998-2005 wspétpracowatem z firma FQS,
dla ktérej w naszym zakladzie stworzylismy system do analizy danych GhostMiner [43].
System ten jednak powstat pod wptywem innych przestanek niz che¢ meta-uczenia,
wiec nie byt dos¢ elastyczny u podstaw, by mégt stuzy¢ jako $rodowisko do szeroko
zakrojonych badari nad meta-uczeniem. W zwiazku z tym, pod wptywem wspdélnych
zainteresowarn meta-uczeniem, wraz z kolega, Norbertem Jankowskim, zaprojektowali-
$my i zaimplementowali$my nowy system o nazwie Intemi, ktéry uwzgledniat potrzeby
meta-uczenia od poczatkowej fazy projektu. Pozwala on w jednolity sposéb operowac
réznymi algorytmami uczacymi sie, przetwarzajagcymi dane, wykonujacymi testy itp.,
bez koniecznosci posiadania wiedzy na temat wewnetrznej struktury tych algorytmow.
Zalozenia architektury systemu Intemi oraz jego najbardziej potrzebne dla meta-uczenia
elementy sg przedstawione w rozdziale 4 mojej ksiazki.

System Intemi stat sie baza dla implementacji uogélnionego modelu drzew decyzji i
licznych testéw przeprowadzonych na uzytek meta-uczenia. Ogélny model zostat wy-
posazony w szereg komponentéw, ktére pozwalaja realizowa¢ mnéstwo algorytméw
indukcji drzew decyzji (tych opisanych w rozdziale 2 ksigzki oraz wielu innych). W ten
spos6b powstat najbogatszy z dotychczas opublikowanych system do indukcji drzew
decyzji (pozwalajacy realizowac najwieksza liczbe powszechnie znanych algorytméw,
a takze tatwo sktada¢ nowe algorytmy z gotowych komponentéw). Wybrane wyniki te-
stéw poréwnujacych rézne skltadowe algorytméw zostaty przedstawione w rozdziale 5
ksiazki. Mozna tam znaleZ¢ szereg istotnych wnioskéw nt. przydatnosci poszczegélnych
komponentéw dla indukgji atrakcyjnych drzew decyzji.

Najwazniejsze z moich dotychczasowych wysitkéw w zakresie meta-uczenia znalazty
opisy w rozdziale 6. Polegajg one na kontrolowanym szukaniu w przestrzeni (parame-
tréw) algorytméw. Ksiazka przedstawia dwa podejscia zaprojektowane dla zastosowar
w réznych przypadkach: pierwsze oparte jest na testowaniu maszyn uczacych w od-
powiednim porzadku uwzgledniajgcym m.in. ztozonosci maszyn, drugie jest przezna-
czone dla poszukiwania wéréd algorytméw nie réznigcych sie istotnie ztozonoscig—
tutaj analiza profili wynikéw uczenia decyduje o kolejnosci przeprowadzania testéw.
Algorytmy te zostaly zdefiniowane w sposéb ogélny, pozwalajacy z duza elastyczno-
$cig definiowac rézne rozwiazania szczegétowe, poprzez podstawianie odpowiednich
komponentéw. Dzieki eksploracji przestrzeni maszyn uczacych, takie metody pozwalaja
gromadzi¢ meta-wiedze niezbedng dla poprawnego rozwigzywania probleméw doboru
metod uczacych sie do analizowanych danych. W ostatnich latach coraz popularniej-
sze staje sie tworzenie tzw. ontologii, czyli specjalnych repozytoriéw wiedzy, na uzytek
meta-uczenia. W przysztosci powinno to pozwoli¢ na transfer wiedzy pozyskanej w pro-
cesach meta-uczenia na nowe zadania, co zaowocuje skréceniem czasu poszukiwania
atrakcyjnych rozwigzar lub, patrzac z innej perspektywy, pozwoli znajdowa¢ doktad-
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niejsze modele w okre§lonym czasie, co jest celem nadrzednym wszelkich proceséw
meta-uczenia.

Jak dotad, wciaz nie dysponujemy w pelni automatycznymi metodami wyszukujacymi
modele klasyfikacji, aproksymacji czy grupowania danych, ktére doréwnywatyby osia-
gnieciami ludzkim ekspertom. Dalszy rozwdj meta-uczenia, liczne eksperymenty przy
uzyciu takich algorytméw jak te prezentowane w rozdziale 6 ksigzki oraz budowanie
odpowiednich ontologii i mechanizméw sprawnego dostepu do zawartej w nich wiedzy
powinny pozwoli¢ w przysztosci na uzyskanie algorytméw uczacych si¢ przewyzszaja-
cych mozliwosciami eksperta-cztowieka.

Kolejne generacje algorytméw meta-uczenia powinny umozliwi¢ tworzenie systemoéw
uczacych sie z danych, ktérych uzytkownik bedzie musiat jedynie udostepni¢ dane
wejsciowe i ewentualnie okresli¢, czym dokfadniej jest zainteresowany (np. maksymal-
ng doktadnoscia klasyfikacji, maksymalna wrazliwos$cia, zrozumiatym opisem decyzji
w postaci regut logicznych), po czym po prostu uruchomi system i bedzie na bieza-
co informowany o znalezionych przez system modelach. Uwazam, Ze juz obecnie,
moc obliczeniowa i dostepne w komputerach ilosci pamieci (operacyjnej i masowe;j)
pozwalajg na tworzenie takich systeméw, a gléwnym powodem ich braku jest brak
catosciowych implementacji maszyn meta-uczacych sie i wykorzystujacych odpowied-
nio zorganizowane ontologie. Srodowisko Intemi, opisane w ksigzce, zostato stworzone
whasnie po to, aby umozliwi¢ konstruowanie takich ztozonych systeméw. Dotychczaso-
we implementacje algorytméw meta-uczenia potwierdzajg jego mozliwosci i pozwalaja
z optymizmem oczekiwaé wspomnianych wyzej rozwigzan.

. Oméwienie pozostatych osiagnie¢ naukowo-badawczych.

Przed uzyskaniem stopnia doktora:

Automatyczne dowodzenie twierdzeri

W ramach pracy magisterskiej oraz na poczatku pracy naukowej zajmowatem sig
zagadnieniami automatycznego dowodzenia twierdzeri. Wspétpracowatem woéw-
czas z drem Lawrencem C. Paulsonem z Uniwersytetu w Cambridge, gdzie prze-
bywatem dwukrotnie na stazach w 1994 i 1995 roku (odpowiednio 7 miesiecy i 3
miesigce). Moja praca dotyczyta gtéwnie probleméw maszynowego dowodzenia
réwnowaznosci réznych sformutowari aksjomatu wyboru oraz wiasnosci dobrego
uporzadkowania [1, 2].

Ekstrakcja reguf logicznych z danych
Istotng cze$¢ mojej aktywnosci naukowej przed uzyskaniem stopnia doktora byly
badania nad metodami ekstrakcji regut logicznych z danych. Moje publikacje w
tym temacie [3, 4, 5,6, 7,8,9,10, 11,12, 13,14, 16, 17,18, 19, 20, 21, 23, 24,
25, 26, 27, 28, 29, 30, 31] dotyczyty metod neuronowych (specjalnych architek-
tur sieci pozwalajacych na konwersje sieci do postaci interpretowalnej jako reguty
logiczne), metod szukania odpowiednich struktur sieci i parametréw weztéw, me-
tod optymalizacji regut logicznych, a takze metod hybrydowych taczacych rézne
podejscia.

Algorytmy indukcji drzew decyzji
Zajmowatem sie réwniez algorytmami indukcji drzew decyzji, w ramach ktérych
opracowatem kryterium separowalnosci na uzytek tworzenia drzew oraz rézne
dodatkowe metody niezbedne do indukcji i walidacji pojedynczych drzew decyzji
i kolekcji drzew (laséw), oraz do budowania heterogenicznych drzew taczacych w
sobie decyzje oparte na klasycznych podziatach i decyzje minimalnoodlegtosciowe
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[15, 22, 32, 36, 37]. Metody te staly sie tematem mojej rozprawy doktorskiej [39]
obronionej w 2003 roku w Instytucie Badar Systemowych PAN.

Selekcja cech
Pracowatem takze nad metodami selekc;ji istotnych cech opisujacych dane, w celu
zapewnienia lepszych wynikéw dziatania r6znych klasyfikatoréw. Badania obej-
mowaty przede wszystkim metody oparte na teorii informacji oraz odpowiednio
zaadaptowane metody podziatéw weztéw drzew decyzji [34, 35].

System GhostMiner

Algorytmy opracowane przez kilka oséb z naszego zespotu zostaty zorganizowane
w jednolity system GhostMiner (www. £qs.pl/ghostminer), ktéry rozwijalismy
we wspétpracy z firmg FQS z Krakowa (firma-cérka japoriskiej Fujitsu) [38]. Sys-
tem ten znalazt wielu odbiorcéw na catym Swiecie wsréd instytucji naukowych i
komercyjnych. Na jego bazie, firma FQS nadal tworzy liczne aplikacje bizneso-
we. Na uzytek systemu GhostMiner, opracowalismy réwniez system dokumentacji
i pomocy kontekstowej do jednorodnego tworzenia obu rodzajéw dokumentéw na
podstawie wspdlnego Zrédta [33].

Po uzyskaniu stopnia doktora:

Moje zainteresowania naukowe po uzyskaniu stopnia doktora przesunety sie w kie-
runku algorytméw meta-uczenia maszynowego, czyli metod wyboru najbardziej od-
powiednich maszyn uczacych oraz préb zautomatyzowania wyciagania wnioskéw nt.
uzytecznosci poszczegéinych metod w konkretnych zastosowaniach. W zwiazku z tym,
pracowatem nad szerokim spektrum algorytméw uczacych sie z danych oraz metod
transformacji danych, jako bardzo istotnego elementu tworzenia docelowych modeli.
Jednocze$nie nadal interesowatem sie metodami indukcji drzew decyzji, bardzo warto-
§ciowymi zaréwno w uczeniu maszynowym na poziomie bazowym (klasyfikacji, aprok-
symacji, klasteryzacji itd.) jak i na poziomie meta (analizy dziatania algorytméw ucza-
cych sie z danych). Potrzeby meta-uczenia wymusity stworzenie nowego systemu (o
odpowiednio opracowanej architekturze) do tworzenia maszyn uczacych i analizy ich
proces6w uczenia i indukowanych przez nie modeli. Stworzenie tego systemu pozwolito
opracowac i analizowac rézne algorytmy meta-uczenia.

Metody uczenia maszynowego na poziomie bazowym

Poniewaz sprawne uczenie na poziomie meta wymaga mozliwosci tworzenia mo-
deli ré6znych typéw na poziomie bazowego uczenia si¢ oraz mozliwosci spraw-
nego zarzadzania parametrami uczenia maszyn na poziomie bazowym, analizo-
walem i rozwijatem metody uczenia oparte na réznych paradygmatach, np. Sup-
port Vector Machines, metody minimalnoodlegtoéciowe, Bayesowskie i mieszane
[41, 48, 42, 44, 46]. Metody te obejmowaty réwniez komitety z oceng kompe-
tencji poszczegdlinych czlonkéw, z uwzglednieniem oceny jakosci ich decyzji dla
calej przestrzeni danych oraz w jej podobszarach. Oprécz kompetencji (lokalnej i
globalnej) analizie poddawatem réwniez efektywnosci réznych metod dla konkret-
nych danych i r6zne wysitki zrozumienia danych. Dzieki podejmowaniu analizy
szerokiego spektrum metod uczacych sie z danych, mozliwe byto przygotowanie
zwieztego, ale bogatego w informacje przegladu cech i mozliwosci réznych algo-
rytméw uczenia maszynowego, ktéry zostat opublikowany jako pierwszy rozdziat
ksiazki nt. metod ekstrakcji cech [47] opublikowanej po konkursie zorganizowa-
nym w ramach konferencji NIPS 2003 (p. nizej).



Transformacje danych

Od poczatku prowadzenia badari naukowych w dziedzinie uczenia maszynowe-
go, opowiadatem sie przeciwko stosowaniu wyraZznego podziatu procesu analizy
danych na wstepne przetwarzanie danych oraz finalne uczenie modelu decyzyjne-
go. Transformacje danych sa czesto bardziej istotne dla ostatecznego sukcesu niz
algorytmy budujace modele w ostatnim etapie uczenia, dlatego sg one szczegdlnie
istotne z punktu widzenia meta-uczenia i muszg by¢ traktowane jako integralna
cze$¢ maszyny uczacej sie z danych. Wydzielanie ich jako etap wstgpnego przy-
gotowania danych prowadzi czesto do przektaman wynikéw i wnioskéw wyciaga-
nych z eksperymentéw.

Podejmowatem szereg prac poddajacych analizie metody transformacji danych
i tworzacych nowe transformacje, wlacznie z algorytmami ekstrakcji cech, a w
szczeg6lnosci selekcji informatywnych cech, tworzenia nowych cech poprzez od-
powiednie transformacje oryginalnych danych, konwersji cech dyskretnych na cia-
gte (na uzytek modeli decyzyjnych wymagajacych ciagtosci cech), konwersji cech
ciggtych na dyskretne itp. [40, 42, 45, 48, 53]. Wartos¢ prac nad transformacjami
danych potwierdzity wyniki konkurséw analizy danych, w ktérych bratem udziat
(p. nizej).

Konkursy analizy danych
Analiza réznych metod uczenia maszynowego, ze szczeg6lnym uwzglednieniem
metod transformacji danych, pozwolita zakoriczy¢ sukcesem udziat w konkursach
analizy danych po$wieconych selekcji cech na uzytek klasyfikacji [48] oraz rozpo-
znawania pisma recznego [53]. W pierwszym z tych konkurséw, zorganizowanym
w ramach konferencji NIPS 2003, zajelismy (przy wspétudziale Norberta Jankow-
skiego) trzecie miejsce, a drugi, zorganizowany przy konferencji ICAISC 2006,
wygralismy. W obu bardzo istotne okazato sie opracowanie odpowiednich metod
przetwarzania danych przed budowga ostatecznych modeli decyzyjnych. Sukces w
konkursie NIPS 2003 zaowocowat zaproszeniem do wspétautorstwa ksiazki po-
$wieconej zagadnieniu ekstrakcji cech, w ktérej znalazly sie dwa nasze rozdzialty
[47, 48], pierwszy og6lny na temat uczenia maszynowego, a drugi o algorytmach
opracowanych na uzytek konkursu.
Wydaje mi sie waznym podkreslenie, ze od uzyskania stopnia doktora, wziatem
udziat tylko w tych dwéch wspomnianych wyzej konkursach, wigec wspomniane
wyniki nie sa najlepszymi wybranymi z wielu préb, a dajg kompletny obraz poréw-
nawczy opracowanych przeze mnie metod oraz tych stosowanych przez innych
badaczy, kt6rzy tez wzieli udziat w tych konkursach.

Indukcja drzew decyzji
Z racji wczesniejszych zainteresowari algorytmami indukcji drzew decyzji i dobrej
ich znajomosci, poddawatem takie algorytmy dalszym badaniom, zwtaszcza w
kontekscie ich przydatnosci dla meta-uczenia maszynowego [45, 61, 62, 63, 66].
Badania te staly si¢ bardzo istotng czescig badari opisanych w monografii niniej-
szym przedktadanej jako gléwne osiagniecie dla postepowania habilitacyjnego.

Systemy GhostMiner oraz Intemi
Osiagniecie celéw meta-uczenia wymagato posiadania niezwykle elastycznego
i efektywnego systemu do wszechstronnego uczenia maszynowego. Poczatkowo
rozwijaliémy jeszcze system GhostMiner [43), jednakze potrzeby meta-uczenia wy-
magaly stosowania innej, ogélniejszej architektury u podstaw systemu. Efektem tego
byta decyzja o zaprojektowaniu od poczatku i zbudowaniu nowego systemu, ktéry



otrzymat nazwe Intemi [50, 52, 54, 58, 59, 60]. System ten wydaje si¢ by¢ obec-
nie najbardziej wszechstronnym dostepnym narzedziem do uczenia maszynowego,
cho¢ niestety, gtéwnie z powodu braku czasu na przygotowanie odpowiednio wy-
godnego interfejsu uzytkownika i wyczerpujacej dokumentacji, nie jest on obecnie
udostepniany innym badaczom niz bliscy wspétpracownicy naszego zespotu.

Meta-uczenie maszynowe

Majac do dyspozycji system tntemi, mozna realizowa¢ bardzo ztozone projekty
uczenia maszynowego, w szczegélnosci te podejmujgce meta-uczenie. W ostatnim
czasie, pracowatem nad kilkoma zaawansowanymi metodami meta-uczenia [49,
51, 55, 56, 57, 65, 67], z ktérych dwie podstawowe (a wlasciwie dwa ogélne
schematy metod, ktérymi mozna realizowac ré6zne cele) opisatem w przedktadanej
monografii [68].

Naszemu zespotowi udato sie takze zgromadzi¢ badaczy z catego $wiata, zajmu-
jacych sie réznymi aspektami meta-uczenia wokét wspélnego celu przygotowania
ksiazki przedstawiajacej aktualny stan badan w tej dziedzinie [64].
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